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Resumen. Elalgoritmo kNN se encuentra entre los primeros 10 mejores
algoritmos de mineria de datos. Puede ser utilizado en muy diversas
areas como regresor o pronosticador. Entre las desventajas que posee el
algoritmo se encuentran los tiempos de ejecucion largos y la dependencia
a un valor 6ptimo de k. En este trabajo se propone la implementacién
del algoritmo kNN sobre un GPU, para dar solucién a los problemas
inherentes al mismo. Se hace uso del lenguaje de programacién Python
en conjunto con la librerias PyCUDA y NumPy, ademas del framework
CUDA de Nuwidia para la programacién paralela. Se utilizé6 kNN como
pronosticador y se evalué con series de tiempo de la velocidad del viento.
Los resultados experimentales demuestran grandes mejoras en los tiem-
pos de ejecucién de la implementacion paralela con respecto a la versiéon
secuencial, manteniendo la misma calidad en los resultados finales (i.e.,
error de prediccién).

Palabras clave: Prediccién, velocidad del viento, series de tiempo, KNN,
GPU, paralelizacién.

Parallel Implementation of kNN on a GPU for
Wind Speed Forecasting

Abstract. The kNN algorithm is amongst the top ten algorithms in
data mining. It can be used on a wide range of areas for classification
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or forecasting. Some of the disadvantages the algorithm has are the long
execution times and the need for an optimum k£ value. This research
proposes an implementation of the algorithm running on a graphics
card (GPU), to fix the algorithm’s problems. The implementation uses
the Python programming language, the libraries PyCUDA and NumPy
and the parallel part of the code is programmed with Nvidia’s CUDA
framework. The algorithm was used as a forecaster and evaluated with
wind speed time series. The experimental results shows big improvements
on execution times for the parallel implementation in contrast with the
sequential one, keeping up the quality of the final results (i.e., error
prediction).

Keywords: Forecasting, wind speed, time series, KNN, GPU, parallel.

1. Introduccion

Los prondésticos son estimaciones sobre eventos futuros. La accién de pro-
nosticar conlleva una prediccién sobre algo que atin no existe. Son utilizados en
diferentes campos y/o dreas (procesos de planeacidn, facturacién, mantenimien-
to, etc.). Esto hace que sean ttiles en campos como los negocios, la industria, la
economia, las ciencias medio ambientales, ciencias sociales, politica, medicina y
finanzas, entre otros.

Existen dos enfoques para los métodos de prondstico, el enfoque cualitativo
y el enfoque cuantitativo [6]. El enfoque cualitativo hace uso de técnicas no
estadisticas como la intuicion y la experiencia del usuario para realizar estima-
ciones. Por otro lado, los métodos cuantitativos utilizan técnicas estadisticas y
métodos de inteligencia artificial (IA), entre otros.

Dentro de los métodos de TA utilizados para hacer prondsticos se encuentran
las redes neuronales artificiales (RNA), los k vecinos més cercanos (kNN, por
sus siglas en inglés), mdquinas de soporte vectorial (SVM en inglés), etc.

El algoritmo de k vecinos més cercanos se encuentra entre los diez mejores
algoritmos de mineria de datos de acuerdo con un estudio hecho por la IEEE
en 2006 dentro de la Conferencia Internacional de Mineria de Datos (ICDM)
[9]. Pero este es poco utilizado para tareas de prondstico, siendo descartado por
algoritmos mas complejos debido a problemas inherentes al mismo.

Entre los problemas que presenta kNN estd la dependencia de un valor é6ptimo
de k, la influencia nociva de atributos irrelevantes, el problema del ruido en los
datos y los tiempos de respuesta largos.

En este trabajo se propone un algoritmo que realiza de manera paralela el
método de vecinos més cercanos sobre una tarjeta aceleradora grafica, aplicado al
area de prediccién. La implementacién del algoritmo estd basado en el framework
CUDA de Nvidia.

El trabajo estd estructurado de la siguiente manera: en la Seccién 2 se en-
cuentra un breve repaso de los prondsticos, las técnicas modernas de prondstico,
y trabajos que hacen uso de computacién paralela. En la Seccién 3 tenemos la
descripcién y funcionamiento del algoritmo kNN como pronosticador.
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El modelo de cémputo distribuido de Nvidia (CUDA) se encuentra en la Sec-
cién 4. La descripcién de la implementacion del algoritmo de manera distribuida
estd en la Seccién 5. Por ultimo, en las Secciones 6 y 7 tenemos los resultados
de los experimentos y conclusiones, respectivamente.

2. Trabajos relacionados

Pronosticar es una actividad que se realiza desde la antigiiedad. Pero fue
poco antes del siglo XX que se inici6 el andlisis estadistico de las series de tiempo
[11]. La teorfa y métodos del andlisis de series de tiempo son importantes bases
y herramientas para los prondsticos. Ruey S. Tsay en [8] dice que los prondsticos
son la razén por la que existen las series de tiempo y el andlisis de éstas.

En el drea de la industria y con mayor énfasis en el area de la energia, se han
realizado trabajos de prondstico desde hace anos. Se utilizan los pronésticos para
la planeaciéon de la cantidad de materia prima disponible para las operaciones
de las centrales edlicas, para la transmision de la electricidad, la estabilidad y
confiabilidad, entre muchos otros fines [10].

Las técnicas de prondstico utilizadas para la prediccién de la velocidad del
viento son muy variadas. Dentro de las utilizadas, de acuerdo al trabajo de
Zhao et al. [10], se encuentran: prediccién numérica del clima (NWP, en inglés),
métodos estadisticos, métodos de inteligencia artificial (IA), y métodos hibridos.

Entre los métodos de IA ma&s utilizados en la literatura para el prondstico
del viento se encuentran las redes neuronales (ANN, en inglés), méquinas de
soporte vectorial (SVM, en inglés), redes neuronales recurrentes (RNN en inglés),
busqueda de vecinos cercanos (kNN, en inglés), entre otros [12].

Se puede decir que el algoritmo de kNN es ampliamente utilizado para
tareas de clasificacion y regresion. Sin embargo este algoritmo cuenta con ciertos
inconvenientes; uno de sus mas grandes problemas es sus largos tiempos de
ejecucioén.

En la literatura se encuentran trabajos que enfrentan este problema mediante
la distribucién de procesos del algoritmo. Entre otros, encontramos los trabajos
de Garcia V. et al. [1], Kuang Q. y Zhao L. [2] y Liang S. et al. [3], que hacen
uso de versiones tempranas del framework CUDA. Sin embargo, estas implemen-
taciones tienen como limitantes principales el uso de funciones recursivas y la
creacién dindmica de hilos en el GPU, creando sobrecarga en las soluciones para
algoritmos complejos.

El framework CUDA de la corporacién Nwidia [7] es su propuesta para el
desarrollo de aplicaciones de cémputo general sobre tarjetas aceleradoras graficas
(GPU, en inglés). Los GPUs son dispositivos masivamente paralelos, poseen
miles de unidades de procesamiento aritmético-logicas y grandes buses de datos
para transferencias rapidas de informacion.

En la Figura 1 se muestra un diagrama que representa a grandes rasgos
las diferencias entre las arquitecturas del CPU versus GPU. Se aprecia que la
arquitectura de un GPU se enfoca enteramente en el procesamiento de grandes
cantidades de operaciones.
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Esto se debe a la gran cantidad de unidades de procesamiento Aritmético-
légicas (ALU, por sus siglas en inglés) que posee un solo chip gréfico.

ALU || ALU %l ALY " ALY " ALY " ALY " ALY " ALY |
Contro' ALU || ALU %l ALY || ALY || ALY || ALY || ALY || ALY |
[
El ALY " ALY " ALY " ALY " ALY " ALY |
Ca C h e %l ALY || ALU || ALY || ALU || ALY || ALU |
DRAM DRAM

CPU GPU

Fig. 1. Arquitectura de un CPU comin en comparacién con un GPU. Se observa que
el CPU posee pocas unidades ALU, mientras que la arquitectura del GPU es disenada
pensando en el procesamiento de muchas operaciones simultdneas, con un pequeno
control y cache a diferencia del CPU [7].

Teniendo en cuenta las complicaciones para la programacion paralela, Nvidia
desarrolla desde el ano 2007 su framework CUDA (Compute Unified Device
Architecture, en inglés). El framework es una extensién del lenguaje de pro-
gramacién C, que permite la utilizacién de los GPUs de la marca para tareas de
cémputo general [4].

CUDA esta basado en la arquitectura paralela SIMD (Single Instruction
Multiple Data), pero haciendo uso de hilos es que la renombra como SIMT
(Single Instruction Multiple Threads) [4].

Estos tipos de arquitectura hardware basan su funcionamiento en la ejecucion
de una tnica instruccién sobre un conjunto considerablemente grande de datos.
Por lo que con una tinica unidad de control administra una cantidad grande de
unidades de procesamiento (ALUs). Cada una de estas ALUs realiza de manera
independiente operaciones en su porcién especifica de datos, completando la
tarea de manera paralela.

3. K vecinos mas cercanos

K Vecinos mds Cercanos es un algoritmo de aprendizaje maquina (ML por
sus siglas en inglés) de tipo no paramétrico y de aprendizaje perezoso (Lazy
Learning). Lo que significa que no hace suposiciones sobre la distribucién del
conjunto de datos y no realiza ningin trabajo de pre-procesamiento del tipo
entrenamiento.

Es un algoritmo de clasificacién de objetos desconocidos. Utiliza un conjunto
de datos etiquetados, que poseen atributos cuantificables. La clasificacion se
realiza midiendo la semejanza de un objeto a clasificar con el conjunto completo
de datos, obteniendo los k objetos méds similares, para definir una etiqueta a
partir de estos.
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En la Figura 2 se muestra un ejemplo de clasificacién, en donde se aprecia
que existen dos tipos de clase (Pentdgonos y Cuadrados). Con un nimero k
arbitrario se clasifica el objeto desconocido o hipotesis de acuerdo a los individuos
maés cercanos. Se puede observar si se utiliza la Moda, para k& = 3 el objeto
se clasificaria como pentdgono y para k = 7 serfa cuadrado. Mostrando la
dependencia del algoritmo hacia un valor 6ptimo de k.

Fig. 2. Algoritmo de clasificacién kNN. Se observa en el diagrama la dependencia hacia
un valor éptimo de k del algoritmo. En este ejemplo en concreto, siendo k = & el objeto
a clasificar serfa un pentagono, mientras que con k = 7 serfa un cuadrado.

La simplicidad del algoritmo permite su utilizacién para realizar regresion (la
tarea de prondstico se puede plantear como un problema de regresién). Ademds,
esta simplicidad es la que hace que sea utilizado en un amplio rango de campos
que van desde: visién computacional, geometria computacional, grafos, entre
muchos otros.

El algoritmo asume que los datos se encuentran en un espacio de carac-
teristicas y que los puntos de datos se pueden ubicar en un espacio métrico. Los
datos pueden ser escalares o vectores multidimensionales, pero deben tener una
nocioén de distancia; la métrica de la distancia Fuclidiana es la mas cominmente
utilizada.

Usando la regresion con kNN, el pronosticador de series de tiempo puede
resolverse de manera similar a la clasificacion. Al pronosticar se hace uso de
valores continuos, por lo tanto, todos los valores calculados poseen un margen
de error que es medible por distintas funciones.

Para utilizar kNN como pronosticador, en este trabajo se crea una base de
datos. Esta base de datos (BD) generada en el ciclo de las Lineas 1 a 3 del
Algoritmo 1 se hace a partir del recorrido de una ventana de w observaciones de
la serie de tiempo. Cada una de estas ventanas genera una instancia nueva para
la BD.

El siguiente paso en el pronéstico es el calculo de las distancias. En el ciclo de
las Lineas 4 a 6 del algoritmo se observa que el calculo de la distancia se realiza
entre la hipétesis y cada una de las instancias de la BD.

Como tercer paso, el pronosticador realiza el ordenamiento de las distancias,
para la obtencién de las k instancias més cercanas (Lineas 7 y 8 del algoritmo
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respectivamente). Una vez con las distancias mds cortas, se realiza un promedio
de las etiquetas de las instancias seleccionadas, como se aprecia en la Linea 9.
Este promedio es el resultado del algoritmo.

Algoritmo 1 pronosticador kNN(serie_tiempo, hipotesis)

. para cada w_observaciones de serie_tiempo hacer
BD < instancia //Creacién de nueva instancia
fin para
para cada instancia de la BD hacer
distancias < calculo_distancia(instancia, hipotesis)
fin para
: ordenamiento(distancias) //Llamada a funcién de ordenamiento
: instancias_seleccionadas < k-menores(distancias)
: pronostico < promedio(instancias_seleccionadas)
: regresar pronostico

© XD

—_
o

Entre los problemas del algoritmo se encuentran los tiempos largos de ejecu-
cién para conjuntos de datos de grandes dimensiones, su dependencia hacia un
valor 6ptimo de k y problemas inherentes a las series de tiempo como los outliers
o los valores nulos.

Los tiempos de ejecucién largos del algoritmo al utilizar conjuntos grandes
de datos hacen que el proceso no sea apto para soluciones en tiempo real. Esto
es causado por la particularidad del aprendizaje perezoso del algoritmo, ya que
no realiza trabajo alguno de pre-procesamiento o modelado de datos. Por lo que
para cada prondstico o clasificacién es necesario realizar una gran cantidad de
operaciones.

La seleccién de un valor 6ptimo de k es otra de las desventajas del método.
Un nimero adecuado de k cambia el resultado obtenido por el algoritmo. Por
lo general se selecciona un niimero arbitrario. Aunque también se puede obtener
mediante técnicas de optimizacién, causando una sobrecarga ain mayor en los
tiempos de ejecucion.

4. Modelo cuda de nvidia

La programacion paralela no es un invento reciente. Tiene ya bastantes
anos, incluso desde el surgimiento de los primeros computadores se crearon
arquitecturas y modelos paralelos.

Pero fue el auge de la industria de los videojuegos que hizo que las tarjetas
aceleradoras graficas se convirtieran en m&as que un dispositivo de salida de
video. La necesidad de mayor poder de computo que requirieron los videojuegos
impulsé a la fabricaciéon de GPUs cada vez més potentes, abaratando los costos
de las tarjetas y haciendo asequible utilizarlas como co-procesador del CPU.

Nvidia Corp., la més grande compania productora de GPUs, decide comenzar
el desarrollo de una arquitectura unificada para la programacion de aplicaciones
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de cémputo general [4]; con la generacién G80 (o Tesla por su nombre comercial),
Nvidia crea la primera versién de su framework CUDA.

Anfitrion (CPU)

\

Cédigo > Cédigo > e
secuencial Kernel secuencial
Dispositivo (GPU)
GRID
Bloque Bloque Bloque Bloque Bloque
(0,0) (0,1) (0,2) 0,...) (0,y)
Bloque Bloq_l._le"' [ Bloque ] ""Blgque Bloque
(x,0) ',,(Xfl) (x:2) (%), (x:y)
Hilo ’ Hilo Hilo ’ Hilo
(0,0) (0,1) 0,...) 0)
Hilo Hilo Hilo Hilo
(...,0) (O] [Ty ) (eenry)
Hilo Hilo Hilo Hilo
(x,0) (x,1) (X,.0) (x:y)

Fig. 3. Proceso de ejecucién paralela sobre un GPU. El anfitrién es el encargado de
las transferencias del cédigo Kernel y de los datos hacia la memoria del dispositivo
grafico. Hecho esto, el control pasa al GPU, que realiza las operaciones indicadas en la
funcién Kernel y regresa el control al CPU. Como tultimo paso el anfitrién copia a la
memoria principal los resultados dentro de la memoria del GPU.

El modelo CUDA de Nvidia es una coleccién de hilos ejecutando instrucciones
en paralelo. La ejecucién de estos hilos es completamente planificada por las
unidades de control dentro del GPU Nuidia. El proceso de ejecucién paralela
se basa en la ejecucién de las llamadas funciones Kernel que no son mas que
funciones ejecutadas paralelamente por conjuntos de hilos dentro del GPU. Estos
Kernels son programados con el lenguaje de programacién C y un conjunto de
directivas especificadas por CUDA.

En la Figura 3 se aprecia el proceso de ejecucion de un Kernel sobre un
GPU. En el diagrama se muestra el modelo paralelo CUDA. A nivel software
se hace referencia a una cuadricula o GRID, la cual se dispone de acuerdo a
las configuraciones del usuario. Se genera una serie de bloques de hilos ( Thread
Blocks, en inglés) y una configuracién de bloque (Block Dimension, en inglés).
Estos dos componentes constituyen la configuracion del Kernel y son los que
determinan el nimero de hilos a utilizar en la ejecucién del cédigo paralelo.

El proceso de ejecucién paralela sobre un GPU es el siguiente: las funciones
Kernel llamadas por el anfitrién (CPU) y los datos a utilizar son transferidos a
través del bus PCI-Fxpress hacia la tarjeta grafica. El planificador de la tarjeta
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administra y despacha la ejecucion de hilos y datos para la ejecucién de manera
no secuencial. Los resultados obtenidos de los Kernels residen en la memoria del
dispositivo y son transferidos como ultimo paso hacia la memoria principal.

5. K vecinos cercanos paralelo

A partir de la programacion del algoritmo secuencial se detectaron los cuellos
de botella en su ejecucion. Con esto realizamos la seleccién de la funcién del
célculo de la distancia y del ordenamiento, para su implementacién sobre el GPU.
En esta seccién se describird la implementacion distribuida y las principales
diferencias con la versién secuencial del algoritmo.

La comparacién entre el elemento a clasificar o pronosticar con uno de los
elementos del conjunto de entrenamiento es una tarea sencilla. Sin embargo con
grandes conjuntos de datos el algoritmo realiza una gran cantidad de calculos,
requiriendo méas poder computacional y tiempo de ejecuciéon a medida que el
numero de datos crece o la dimensionalidad de los objetos aumenta.

En las siguientes subsecciones se definira la arquitectura propuesta para el
calculo de las distancias, asi como también para la funcién de obtencién de
resultados y de ordenamiento.

5.1. Funcién de calculo de la distancia en paralelo

El céalculo de la distancia es la base central del algoritmo KNN puesto que
evalia de manera individual cada uno de los objetos dentro del conjunto de
entrenamiento con cada uno de los objetos a clasificar o hipétesis a predecir.

Para el calculo de las distancias se puede realizar de distintas maneras. En
este trabajo se utilizé la distancia Euclidiana como medida de semejanza entre
objetos. Esta distancia se encuentra definida en la ecuacién (1), donde o es una
instancia particular y h, la hipdtesis a comparar:

donde v es el tamano de los objetos. Para el calculo de la distancia distribuida
se generd, como se muestra en la Figura 4, una cantidad de hilos (77 a T,) igual
a la cantidad de instancias dentro del conjunto de entrenamiento. Cada hilo
calculé la distancia Euclidiana de su respectiva instancia con cada una de las
hipétesis (hy a hy,) de validacién.

Los resultados de estos cédlculos son almacenados en la memoria del disposi-
tivo y utilizados como entrada para la funciéon de ordenamiento.

El Algoritmo 2 muestra el proceso del computo de la distancia. Las entradas
del algoritmo son n (Ndmero de instancias), v (Ndmero de atributos de las ins-
tancias), m (Numero de hipétesis), *E (Apuntador al vector de entrenamiento),
*V (Apuntador al vector de validacién), *D (Apuntador al vector de distancias).
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Fig. 4. Célculo distancia distribuida. El diagrama muestra que se gener$ una cantidad
de hilos igual a la cantidad de instancias en el conjunto de entrenamiento. Cada hilo
computé la distancia entre su instancia y todas las hipétesis. Como resultado del célculo
se obtiene una matriz en memoria del GPU, de tuplas etiqueta-distancia.

Algoritmo 2 distancia_euclidiana_distribuida(n, v, m, *E, ¥V *D)
1: indice_hilo < (id_bloque * tamano_bloque) + id_hilo //Definicién de ID global

2: //Ciclo GRID-STRIDE
3: para indice_hilo hasta n hacer

4:  fila_entrenamiento < v x indice_hilo

5. fila_resultado < (m * 2) x indice_hilo

6:  etiqueta <+ E[fila_entrenamiento + v — 1]

7:  //Ciclo de calculo de la distancia

8: para i < 0 hasta m hacer

9: suma < 0.0

10: fila_validacion < v * ¢

11: //Célculo de la distancia euclidiana
12: para j < 0 hasta v — 1 hacer
13: suma  (E[fila_entrenamiento + j] — V[ fila_validacion + j])*
14: fin para
15: indice_resultado < fila_resultado + (i * 2)
16: Dlindice_resultado] < etiqueta
17: Dlindice_resultado + 1] < \/suma
18:  fin para
19: fin para

La Linea 1 calcula el indice global de hilo. Este sirve para determinar la
seccién de datos especifica con la que trabajard el hilo.

El ciclo externo de la funcién (Linea 3) sirve para trabajar con cualquier
nimero de hilos. Es llamado ciclo GRID-STRIDE y permite utilizar cantidades
de datos de un tamano mayor al nimero total de hilos del GPU utilizado.
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Cuando el hilo comienza su trabajo se realiza el cdlculo de la posicién de la
fila de entrenamiento y de la de resultado (Lineas 4 y 5). Esto debido a que se
utilizé un enfoque de vectores lineales.

En la Linea 6 se realiza la copia de la etiqueta de la instancia utilizada por
el hilo. Con los 7ndices de posicién calculados, el algoritmo recorre todos y cada
uno de los objetos del conjunto de validacién (Ciclo en Lineas 8 a 18).

En la Linea 10 se calcula la posicién del objeto de validacién o hipétesis. Un
dltimo ciclo (Linea 12) obtiene la distancia euclidiana.

Para guardar los resultados se calcula la posicién en el vector de distancias
(Linea 15). Como paso final se escriben en el vector de distancias la etiqueta y
distancia calculada (Lineas 16 y 17, respectivamente).

5.2. Funcién de obtencién de resultados

Una vez concluido el calculo de todas las distancias, se procede a obtener
los resultados. El proceso de obtencién de resultados se realiza a través de
dos funciones Kernel. La funcién de obtencién de resultados y la funcién de
ordenamiento.

Algoritmo 3 obtener_resultados_distribuido(n, k, 1, r, *D, *R)

1: indice_hilo < (id_bloque * tamano_bloque) + id_hilo //Definicién de ID global
2: //Ciclo GRID-STRIDE

3: para indice_hilo hasta n hacer

columna <— indice_hilo * 2

ancho-matriz < n x 2

//Célculo de la posicién del pivote y ordenamiento parcial
posicion_pivote < particion(l,r, ¢, w, D)
quicksort_parcial_distribuido(l, posicion_pivote — 1, c,w, k, *D)
9:  resultado < 0.0

10:  //Ciclo de promedio

11:  para i < 0 hasta k hacer

12: resultado < D[(ancho_matriz * i) + columnal

13:  fin para

14:  R[indice_hilo] + resultado/k

15: fin para

La obtencién de resultados como se aprecia en la Linea 1 del Algoritmo
3, inicia con el calculo del indice global, explicado en la seccién anterior, para
generar un ciclo GRID-STRIDE como se detallé anteriormente.

El calculo de la columna a ordenar por el hilo se realiza en la Linea 4 y el
ancho de la matriz para la ubicacién de la columna por parte de la funcién de
ordenamiento se realiza en la Linea 5. Se procede a continuacién al ordenamien-
to por medio de la llamada a la seleccién del elemento pivote de la columna
seleccionada (Linea 7).
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En la Linea 8 se observa la llamada recursiva hacia la parte izquierda o
inferior del vector a ordenar. Esta funcion sera descrita en la seccién siguiente.
Con el trabajo de ordenamiento concluido de la funcién Quick Sort Parcial [5],
el hilo calcula la etiqueta a través del promedio de las etiquetas de los k objetos
maés cercanos (Linea 11).

Y por ultimo el hilo en ejecucién guarda en la posiciéon adecuada del vector
de resultados la etiqueta generada (Linea 14 del algoritmo).

5.3. Funcién de ordenamiento

Para la funcién de ordenamiento se utilizé la algoritmo Quick Sort, un algorit-
mo rapido y bastante utilizado en la literatura para operaciones de ordenamiento.
Pero no se utiliz6 el algoritmo original, se utilizé una variante llamada Quick Sort
Parcial [5].

El algoritmo Quick Sort Parcial al igual que su contraparte secuencial hace
uso de la premisa, divide y conquista. Se selecciond la variante parcial porque solo
son necesarios los primeros k resultados ordenados correctamente. Con esto se
evitan movimientos y comparaciones innecesarias, reduciendo aiin mas el tiempo
de ejecucién. Aun y cuando el orden de magnitud no cambia (O(n log n) en el
peor de los casos), el tiempo de ordenamiento se reduce en el caso promedio.

Como se aprecia en la Figura 5, para el modelo distribuido del ordenamiento
se crearon una cantidad de hilos igual al nimero de hipdtesis del conjunto de
validacion. Esto para el ordenamiento en paralelo de cada una de las columnas
de tuplas etiqueta-distancia resultado del Kernel de la distancia distribuida.

En versiones iniciales, CUDA no permitia la ejecucién de funciones recursivas,
ni la invocacién de hilos hijo que realizaran trabajo de manera mas eficiente. Para
realizar trabajos complejos era necesario regresar el control al CPU frecuente-
mente, con la consecuente sobrecarga en llamadas y manejo de memoria. Asi, en
operaciones complejas era dificil hacer un uso 6ptimo del paralelismo del GPU.

El Kernel de ordenamiento se encuentra definido en el Algoritmo 4 y como
entradas del mismo tenemos: [ (Posicién izquierda del vector), r (Posicién de-
recha del vector), ¢ (fndice de la columna de datos a ordenar),w (Ancho de la
matriz), k (Tamano de k), *D (Apuntador al vector de distancias).

El algoritmo utiliza ordenamiento por seleccién cuando el tamano de datos a
ordenar cae por debajo de un limite arbitrario de 32 datos (Linea 2). Esto para
evitar una recursiéon mas profunda y la consecuente sobrecarga que esto conlleva.

Si se utiliza Quick Sort (Linea 5), el algoritmo hace uso de invocaciones
a Kernels hijo. La funcién de particién divide a la mitad el vector y utiliza de
pivote el elemento central. Realiza el intercambio de valores de un extremo a otro
y regresa la posicién del elemento central, todo esto en la linea 7 del algoritmo
con la invocacién a la funcién de particion.

Una vez terminado este proceso, se procede recursivamente a la mitad mas
pequena de la columna a ordenar (Linea 10). Se continua asi hasta que el pivote
divido entre 2 sea menor que k (Linea 9). Esto nos permite ordenar correctamente
los primeros k elementos y obtener un resultado correcto.
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Fig. 5. Quick Sort Parcial. En el diagrama se muestra una cantidad de hilos generados
igual a la cantidad de columnas dentro de la matriz de tuplas del paso anterior. Cada
hilo ejecuta el algoritmo de Quick Sort Parcial para el ordenamiento de los datos,
resultando en un ordenamiento éptimo de las k instancias més cercanas de cada una de
las hipdtesis. ~ significa que los datos en ese segmento son mayores que los & menores,
por consiguiente ya nos nos interesa ordenarlos.

Algoritmo 4 quicksort_parcial(l, r, ¢, w, k, *D)

1: //Comprobacién del tamafio minimo para el ordenamiento por seleccién
2: si (r —l) <= 32 entonces

3 ordenamiento_seleccion(l,r, c,w, D)
4 regresar

5: fin si

6: sil < r entonces
7. posicion_pivote < particion(l,r,c,w, D) //Célculo del pivote y ordenamiento
8 //Llamadas recursivas a las particiones del vector

9:  sir/2> k entonces

10: quicksort_parcial(l, posicion_pivote — 1, ¢, w, k, *D)
11:  sino

12: quicksort_parcial(l, posicion_pivote — 1, c, w, k, *D)
13: quicksort_parcial(posicion_pivote + 1,r, ¢, w, k, *D)
14: fin si

15: fin si

6. Resultados

Los datos utilizados durante la experimentacion fueron obtenidos de distintos
puntos del estado de Michoacan, México. Estos se recopilaron en estaciones
meteoroldgicas con el uso de dispositivos llamados anemoémetros. Los cuales son
dispositivos que sirven para la medicién de la velocidad del viento en intervalos.

Se utilizaron 4 series de tiempo de diferentes tamanos: 8 mil, 22 mil, 32 mil
y 43 mil datos (El Fresno, Malpais, Melchor Ocampo y Markazuza, respectiva-
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mente). Para probar la eficiencia, y velocidad de la propuesta presentada en este
documento, 210 diferentes configuraciones por serie de tiempo fueron utilizadas
para cada serie de tiempo descrita anteriormente.

Las configuraciones utilizadas fueron las siguientes, cabe destacar que fueron
tomadas de manera arbitraria, en base a experiencia propia de los autores:

s Para el tamaiflo del vector de atributos w ( ventana de prediccién) se utili-
zaron los valores de : [2, 3, 5, 10, 15, 20, 25]

= Para la division entre el conjunto de entrenamiento y de validacion, se utilizé
: [70-30 %, 80-20 %, 90-10 %, 95-5 %, 99-1 %]

= Para el nimero vecinos k se utilizé : [1, 3, 5, 10, 15, 20]

Los resultados de los experimentos realizados se observa en la Tabla 1.
La cual muestra el promedio de la aptitud (MSE) de cada serie de tiempo
descrita anteriormente. Las diferencias menores entre el knn sobre CPU vs GPU
observados en los resultados de la Tabla 1 se deben la diferencia de arquitectura
hardware que poseen el CPU y el GPU. Nvidia fabricante de la tarjeta define
una velocidad para célculos de 32 bits y otra velocidad para el calculo de valores
de 64 bits, siendo este ultimo significativamente mas lento que el primero. Y
aunque el GPU sea capaz de procesar informacion de 64 bits, se prefirié utilizar
direcciones de memoria de 32 bits para no mermar el rendimiento de la tarjeta.

Tabla 1. Comparaciéon entre CPU y GPU. Diferencias en la precisién entre la
arquitectura secuencial y paralela.

Serie Tamaiio CPU GPU

8 mil

El Fresno 0.00636108 0.007125687
datos
. 22 mil

Malpais 0.003438114 0.003823412
datos
32 mil

Melchor Ocampo datos 0.002532585 0.002834963
43 mil

Markazuza 0.00024559 0.000282856
datos

Por otro lado en cuestién de tiempo de ejecucion, la Tabla 2 muestra los
tiempos promedio de ejecucién de los 210 diferentes experimentos de cada serie
de tiempo. De la Tabla 2 se observa que a medida que el ntimero de datos
aumenta, el tiempo de ejecucién tanto en la implementaciéon secuencial como
en la paralela aumenta, aunque el incremento de la implementacién secuencial
(CPU) es considerablemente mayor. Ademds, se observa que los experimentos
ejecutados sobre el GPU realiza de manera casi instantdnea; para el experimento
de Markazuza sobre CPU el tiempo de ejecucién es de 45 minutos aproximan-
damente.
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Tabla 2. Comparacién entre CPU y GPU. Tiempo en segundos de la arquitectura
secuencial y paralela.

Serie Tamaiio CPU GPU

El Fresno 8 mil 130.614 s 0.150's
datos
22 mil

Malpais m 601.143 s 0.478 s
datos
-

Melchor Ocampo 32 mil 1510.716 s 1.550s
datos

Markazuza 43 mil 2732124 s 1.922s
datos

Al comparar ambas implementaciones de kNN (CPU vs GPU), se observa
que se reduce considerablemente el tiempo de ejecucién, pero se tiene perdida
en la precisién del modelo esto debido a las caracteristicas del hardware.

Finalmente cabe senalar que los experimentos secuenciales fueron ejecutados
sobre un servidor HP con un procesador Intel Xeon E5-2603V4 a 1.7GHz con 8
GB DDR4. Mientras que para la parte no secuencial se utilizé sobre el mismo
servidor una tarjeta grafica EVGA GTX 1080 TI.

7. Conclusiones

La utilizacién de valores de 32 bits con respecto a los de 64 bits no altera sig-
nificativamente los resultados obtenidos, como se aprecia en la Tabla 1. Por otro
lado, el cambio mas significativo se dio en los tiempos de ejecucion del algoritmo.
En la Tabla 2 se aprecia claramente que en todos los casos la implementacién
sobre el GPU venci6 con un gran margen a la implementacién secuencial.

Otro resultado a tener en cuenta es la reduccion del error con el aumento de
datos registrado con las distintas series de tiempo. Esto se demuestra que a mayor
numero de datos de entrenamiento, la precisién de los resultados mejoran con
creces. Pero cabe mencionar que el tiempo de ejecucion de ambas arquitecturas
aumenta.

Las configuraciones del modelo influyen en la precision de éste. Pero sin
importar el modelo, con un mayor nimero de datos es posible obtener mejores
resultados. La mejor opcidén entonces, es la arquitectura paralela debido a que
con los tiempos de ejecucién reducidos es posible utilizar una mayor cantidad de
datos.

Los resultados demuestran que el algoritmo es capaz de obtener excelentes
resultados en la prediccion de variables del viento. No por ello limitado al
prondstico del viento, claro estd. Sin embargo, se tiene que mencionar que la
sobrecarga en tiempo de desarrollo del algoritmo sobre la arquitectura CUDA,
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es solo un pequefio precio a pagar con respecto a los grandes beneficios que
aportan en rendimiento los GPUs.
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