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Resumen. Los sistemas de recomendacién (SRs) son sistemas automa-
tizados cuyo propésito es el filtrado de informacién. Los SRs estdn pensa-
dos para apoyar a los usuarios a encontrar items dentro de un contexto
determinado como por ejemplo, peliculas, libros, articulos académicos,
etc. El objetivo principal de los SRs es mostrar de los items recomen-
dables, aquellos que se estime, sean de interés para el usuario. Dicho de
otra manera, los SRs estiman el interés que el usuario podria tener sobre
los items que este ain no ha considerado. Con las estimaciones hechas,
el SRs genera un ranking de items y le muestra al usuario los items que
se encuentran en las posiciones mas altas de éste. El objetivo de este
trabajo es presentar el “estado del arte” de los SRs exponiendo distintas
técnicas con las que se ataca el problema de estimar la relevancia de los
items para un usuario determinado.

Palabras clave: sistemas de recomendacién, filtrado colaborativo ba-
sado en confianza, basado en contenido, filtrado colaborativo, basado en
modelos, sistemas de recomendacion hibridos.

State of the Art of Recommendation Systems

Abstract. Recommender Systems (RS) are automatic systems which
purpose is filtering information. The RS are designed to help users to
find items within a specific context, for example: movies, books, research
articles, etc. Their main objective is to show users recommendable items
those items that RS estimates will be of interest for the user. In other
words, the RS estimate the posible interest a user may have on items
that have not been considered by the user. Then, with the estimations
made, the RS creates a ranking of items end shows the best ranked items
to the user. The main purpose of this job is to present the “state of the
art” of the RS, exposing different techniques used to tackle the problem
of estimating the relevance of items for a certain user.

Keywords: recommender systems, thrust collaborative filtering, con-

tent base filtering, model based recommender system, collaborative fil-
tering, hibrid recommender system.
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1. Introduccién

Actualmente la cantidad de informacion a la que podemos acceder por medio
de la Internet excede la capacidad de una persona para poder procesarla en
términos de lo que un usuario necesita encontrar. Por ejemplo, supongamos que
tenemos un usuario que es un estudiante que esta buscando articulos académicos
relacionados con su tema de tesis. La cantidad de articulos que el usuario puede
encontrar relacionados es exorbitante [12]. Aun asi, por lo general sélo unos
pocos articulos de este conjunto son relevantes o estan acordes a las necesidades
de su investigacion.

Otro ejemplo tipico es la adquisicién de productos o servicios por medio de
la Internet. La cantidad de posibles resultados al hacer una btisqueda es colosal,
de tal manera que puede que los resultados que se obtengan sean servicios o
productos que en realidad no se ajustan del todo a las necesidades, o en la
multitud de resultados se pasen por alto algunas opciones que pudieran ser de
interés. Este no es sélo un problema para los usuarios si no también para los
proveedores, ya que éstos pueden perder oportunidades de ventas por el simple
hecho de que el usuario no encuentre el producto que el proveedor ofrece en la
multitud de opciones, a pesar de que éste sea de interés para el usuario.

Por otro lado, ante la falta de conocimiento de las alternativas o la inex-
periencia, de manera natural nos apoyamos de las recomendaciones de terceros
para la toma de decisiones. Pero muchas veces esta informacién es subjetiva o
incluso puede resultar complicado encontrarla.

Por estas razones se ha vuelto necesario la construccién de herramientas
automaéticas o semiautomaticas que provean algin tipo de recomendacién, ayu-
dando a los usuarios a encontrar informacién, productos, servicios, etc. de mejor
manera, filtrando la informacién del universo disponible logrando asi un mejor
uso de ella. Ademés, desde el punto de vista de los proveedores, se tiene un
interés creciente por el desarrollo de este tipo herramientas, las cuales faciliten
la vinculacién entre sus productos y los usuarios que los necesitan e incluso
aumenten las oportunidades de venta al recomendar productos adecuados al
perfil de compra del usuario. Uno de los ejemplos mas famosos de este tipo
de proveedores es la compania Netfliz, que en 2007 [23] organizé un concurso
ofreciendo un premio de 1,000,000 USD a quien pudiera implementar un sistema
mejorara las predicciones en al menos en un 10% con respecto al sistema de
Netfliz. El estudio de los SRs es relativamente nuevo y se independizé como
un campo de investigacion a mediados de los noventas y desde el 2007 se ha
incrementado el interés por estos [10]. Como muestra de esto, los SRs son
parte fundamental en importantes sitios Web entre los que destacan: Amazon,
YouTube, Netflix, Yahoo, Tripadvisor, Last.fm, e IMDDb.

2. Sistemas de recomendacion

Los sistemas de recomendacién (SRs) estdn muy relacionados con sistemas
de “busqueda o recuperacion de informacién”, dado que ambos estan pensados
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para que a partir de un conjunto de datos se obtenga informacion relevante para
el usuario [2]. Pero a su vez tienen diferencias fundamentales. Por ejemplo, en
los sistemas de biisqueda se espera un uso puntual de éstos, mientras que los
SRs se enfocan en usos repetidos a lo largo de tiempo. Otra diferencia es que en
los sistemas de busqueda los criterios de filtrado son expresados por el usuario
de manera explicita cada vez que interactia con él, mientras que en los SRs,
estos criterios se obtienen de forma implicita del perfil del usuario. El hecho de
que se necesite un perfil del usuario para realizar el filtrado, implica que se debe
obtener y almacenar este perfil en alguna parte y esta necesidad, es otra de las
diferencias con los sistemas de busqueda. En los sistemas de busqueda el usuario
puede interactuar de forma andénima mientras que en los SR, el usuario necesita
tener un perfil asociado.

Adema3s tienen relacién con la mineria de datos ya que los SRs se pueden ver
como un problema de estimar datos perdidos. De los items que el usuario atin
no ha contemplado (y por lo tanto desconocemos el nivel de interés del usuario
sobre ellos), queremos estimar el interés que el usuario puede tener sobre éstos
a partir de observaciones previas o informacién extra y recomendar al usuario
los que se estime sean de su interés, de tal manera que incluso, algunas técnicas
de mineria de datos se aprovechan directamente (ver seccién “2.2 Basado en
modelos” ) en los SRs.

Asi los SR son sistemas de filtra-
recomendacion

do de informacién y su objetivo es

mostrar al usuario items recomenda- @
Filtrado basado Filtrado
en contenido colaborativo

bles, de tal manera que sean de su

interés, pero que ademads el usuario
: s e
no haya tomado en cuenta. Por ejem- —

plo, no tiene gran impacto recomen-

dar al usuario un producto (en este
caso nuestros ftems son productos) @
que ya comprd, dado que ya lo conoce

y ademads suponemos que es de su Fig. 1. Clasificacién de los SRs.
agrado y por ello hizo la compra.

Para cumplir este objetivo, los SRs deben estimar de alguna manera el interés
que el usuario tiene sobre cada ftem recomendable y seleccionar los de mayor
interés para éste con base en las estimaciones hechas. Por lo tanto un SR debe de
tener una funcién que dado un usuario y un item, pueda estimar el nivel interés
de ese usuario para el item dado. Esto de manera més formal lo podemos definir
como en [2]:

Sea U el conjunto de todos los usuarios e I el conjunto de todos los posibles
items recomendables. Definimos 7 como una funcién que estima la utilidad de
un item ¢ para el usuario u, es decir:

Basado
en memoria

Basado
en items

en usuarios

7:U x I — R, donde R es conjunto ordenado. (1)

En general dentro de los SRs, no sélo se escoge un tnico item, sino que se crea
un ranking de ftems basandose en el nivel de interés estimado y se seleccionan
los n mejores ftems [2].
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Como se mencioné en parrafos anteriores, se han desarrollado varias técnicas
para implementar la funcién 7, y podemos clasificar a los SR con base en la
técnica seleccionada para ser usada en el SRs. En la Fig. 1 se muestran las
técnicas mas usadas para implementar SRs y a continuacién se describen cada
una de éstas.

2.1. Filtrado basado en contenido

El filtrado basado en contenido (CBF) recomienda {tems que estén dentro del
perfil del usuario [6]. Este perfil se puede construir de manera explicita a partir
de informacion solicitada al usuario, como por ejemplo usando formularios donde
el usuario expresa preferencias o de manera implicita, extrayendo informacién
de los items a los que el usuario ha mostrado interés anteriormente.

Este tipo de SRs depende mucho del contexto ya que se requiere que los
items tengan un conjunto de atributos (también llamados metadatos) que lo des-
criban. Estos atributos son especificados manualmente o se obtienen analizando
informacion complementaria, como tags, comentarios, descripciones textuales o
contenido multimedia, como imagenes, audio o video por ejemplo. Por otro lado,
se necesita que el formato del perfil del usuario se pueda relacionar con los
atributos de los items de tal manera que permita obtener una estimacién del
interés que el usuario puede tener sobre cada item.

La Fig. 2 muestra de manera general el proceso de los SR usando CBF, donde
los pasos son 1) extraer los atributos de los {tems, 2) comparar éstos con el perfil
del usuario y 3) recomendar aquellos items que encajen mejor con el perfil del
usuario[4].

Esta técnica es la que mejores re-
sultados genera en las estimaciones,
ya que se tiene informacién precisa
tanto del perfil del usuario como de
los items, pero a su vez es de las més

dificiles de implementar. Por un lado

estd el trabajo de dar mantenimien-

Defncion hadocon Recomendaciones to a la informacion de los items, ya

que esto puede requerir de personas

especializadas en el contexto o de una

investigacion extra y esto multiplica-

do por la cantidad de items que se registren en el sistema. Por otro lado, no

todos los usuarios estan dispuestos a llenar un perfil con sus preferencias o no

se requiere de un analisis extra para definir qué actividad del usuario conviene
registrar para construir su perfil de manera implicita.

items. Atributos de los items Perfil del usuario

Fig. 2. Esquema general del filtrado basado
en contenido.

2.2. Filtrado colaborativo

El filtrado colaborativo (CF') es el conjunto de técnicas mds populares para
desarrollar SRs [2]. En este conjunto de técnicas se intenta hacer la estimacién
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y recomendaciones con base en el comportamiento o en las calificaciones que los
usuarios hacen sobre los items.

Algunas estas técnicas suponen que las opiniones de otros usuarios pueden
ser utilizadas para poder estimar de manera las preferencias del usuario al cual
se quieren hacer recomendaciones. La idea intuitiva de esto es que si un conjunto
de usuarios esta en cierta medida de acuerdo en el nivel de interés que tienen
sobre un conjunto de items, entonces deberian coincidir en la misma medida en
sus preferencias [9], es decir existe una relacién entre los gustos de los usuarios y
que encontrando esta relacion se puede estimar el nivel de interés de un usuario
sobre cada item.

La principal diferencia entre CBF y CF es que en este iltimo no se requiere
informacién o metadatos de los items, ademas de que los perfiles del usuario
se reducen a tripletas del estilo (usuario, item, calificacién), donde calificacion
es un valor que refleja el nivel de interés del usuario, sobre un item dado. Los
mecanismos que se usan para obtener esta calificacién son muy variados, desde
situaciones donde el usuario califica explicitamente un item como en Facebook,
donde el usuario determina si una publicacién le gusta, o sitios donde se le otorga
una calificacién numérica como Amazon, donde los usuarios pueden otorgar
estrellas a los productos.

Dado que los perfiles de usuario son triple- A B CD
tas, de manera natural se pueden representar u 3 2 2 1
de forma matricial, donde los usuarios son las !
filas, los items las columnas y cada entrada u, 3 1 25
de la matriz es la calificacién correspondiente. u, o 5 o 2
En caso de que un usuario atin no produzca

. . - ; u, 5 4 2 4
su respectiva calificacién sobre un item ten- 4
dremos un hueco en la matriz, tal y como se u, 2 3 4 2

muestra en el ejemplo de la Fig. 3.
Fig. 3. Matriz de calificaciones.

Basado en memoria La técnica de CF basado en memoria utiliza algoritmos
que trabajan con el conjunto completo de tripletas para estimar el nivel de
interés de un usuario sobre un item dado. Para realizar la estimacién, se utilizan
funciones de agregacién, de tal modo que si tenemos una calificacién desconocida
(ru,; = @) del usuario u sobre el item ¢, podemos hacer una estimacién de su valor
(i) ya sea utilizando las calificaciones de otros usuarios similares a u (Basado
en usuarios) que si han calificado i. Otra opcidén es usando las calificaciones que
el usuario u ha hecho sobre {tems similares a i (Basado en items).

Basado en usuarios Como su nombre lo indica, esta técnica hace recomenda-
ciones utilizando funciones de agregacién sobre los usuarios. Esta es la técnica
més usada para el CF. La idea intuitiva de esta técnica es que si v y un grupo de
usuarios calificé de manera similar a un conjunto de items, las calificaciones de
este grupo a un item 4, desconocido para u, deberian ser similares a la calificacién
que u haria a ese item. De tal manera que podemos estimar la calificaciéon de u
al item 7 con base en las calificaciones de este grupo de usuarios.
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El algoritmo de los k-vecinos es el referente el CF basado en memoria[4]. De
manera general este algoritmo consiste en:

1. Se calcula la similitud entre el usuario al cual se desea hacer recomendaciones
(usuario u) y cada uno de los usuarios utilizando una funcién sim(u,u’).

2. Para cada item ¢ recomendable al usuario u, se selecciona el conjunto de los k
usuarios més similares (también llamados vecinos) a éste que han calificado
a i. Con base en este conjunto se estima la calificacién de ¢ (7,;) utilizando
una funcién de agregacion.

3. Se recomiendan los m items que mejor calificacion tengan con base en nues-
tras estimaciones.

Algunos ejemplos de estas funciones de agregacién que se utilizan para el CF
con base en usuarios son [4]:

?u,i = % Z T’ iy (2)

w el
Tui=c¢ Z sim(u,u') X rys g, (3)
u' e’
?u,i =Ty t+c Z Sim(ua ul) X (ru/,i - ?u/)v (4)
u' eU

donde U es el conjunto de los N usuarios més similares a u que si cuentan
con calificaciones sobre 7. El término 7, es el promedio de las calificaciones del
usuario u y se define como:

1
Ty = (|I|> Z Tui, donde I, ={i¢€ I|r,;# O} (5)

i€ly

Aqui I se refiere al conjunto de todos los items. Y por tdltimo tenemos el
término ¢ que es un factor de normalizacién y en usualmente se toma como:

c= ! (6)

Dowel |sim(u,u’)|

El término sim(u,u’) se refiere una funcién que mide la similitud entre
los usuarios u y «’. Como se puede observar esta funcién sim(uy,us) es parte
fundamental para esta técnica més alld de la funcién de agregacion que se escoja,
por lo que en la literatura se puede encontrar una amplia gama de funciones para
calcular la similitud entre usuario [2,4,14], las més usadas son: correlacidn de
Pearson (COR), coseno (COS), COR constrenido (CPC), correlacion de rankeo
de Spearman (SRC), Error cuadrdtico medio (MAE) [4].

En la Fig. 4 se muestra un ejemplo de predicciones utilizando CF basado en
usuarios retomado del ejemplo propuesto en [4, p. 114]. En este caso se utilizan
tres vecinos (k = 3) y queremos recomendar tres items (m = 3). Se utilizé el

Research in Computing Science 135 (2017) 30 ISSN 1870-4069



Estado del arte en los sistemas de recomendacién

1 2 3 5 Iteem7s 10 11 12
11 ) 2 3 sim(4, 1) =NaN
215 1 5 4 513 ]|2]sim(4, 2)=0.93
23 ﬁ 5] 5| 1 3 2| 4] sim@, 3)=047

54 [s0] 3]10]20] 5 4* n53.5'1
2s 21514 415 sim(4, 5) = 1.00
- 6(4 3 1 4 2 sim(4, 6) = 0.40
7 411 4 5 411 |sim@4,7)=0.87

[JUsuario [ JVecinos [BJRecomendaciones

Fig. 4. Ejemplo del algoritmo k-vecinos

promedio como funcién de agregacién (ecuacién 2) y el error cuadrético medio
para calcular la similitud entre usuarios.

Para estimar las calificaciones que el usuario 4 asignaria a los {tems 1, 3, 4, 7,
8,9y 11, que son los items que este usuario aun no califica, iniciamos calculando
la similitud del usuario 4 con los demas utilizando el error cuadréatico medio. Por
ejemplo tomemos la similitud entre los usuarios 4 y 5:

Cab = {5, 6, 10}, n = |Oab‘ = 3.

Por lo tanto:

. 1
sim(4,5) = - Z Ira; —7s.4)?
1€Cqp
1_ |ras — 7“5,5\2 +- F|rat0 — 7"5,10\2
3
5—5|2 4 — 42 5—5|2 0
g ° + | 3|+| | —1-0-n

Entonces seleccionamos a los k usuarios méas cercanos, en este caso 2, 5y 7.
Con estos usuarios estimamos las calificaciones desconocidas usando la funcién
de agregacién seleccionada. Si tomamos como ejemplo el item 3, tendriamos que
U = {2,7} y por lo tanto:

a3 — 5(r2a-+770)
7“4,3—2 A7‘u',3—27“2,3 7,3
u' €U
1 2
0+ 2

Por ltimo seleccionamos los m items con las estimaciones més altas para
formar nuestra lista de recomendaciones, es decir, recomendamos los items 1, 7
y 9. Cabe destacar que no se puede calcular la similitud entre los usuarios 4 y 1
con la funcién de similitud seleccionada. Esto debido a que la expresién % queda
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ftems

1 2 3 4 5 6 7 8 9 10 11 12
111 3 DUsuano
2|5 1 4 3|2
w .
g s [5[5 1] I3 2[4 []ien:
E Z 1
S 5 2 4 Vecinos
6|4 3 1 2
7 411 5 411 Estimaci6n
0 v e @ @ 2 2 w98 o o ¢
3 3 3 3 3§ 3 3 3 § F 3 3
R RRPRRRPFRRRRRRR
I S = I B S S
on o w0 oy et &
Sz S 2R o 9 =2 o N L L
2 ¢ 383982858 @
S A N

Fig.5. Estimacién para el ftem de la calificacién de ¢ (Ty;) usando el algoritmo k-
vecinos basado en items.

indeterminada al no existir items que ambos usuarios hayan calificado, por lo
que el usuario 1 no se tomé en cuenta. De igual forma, no se puede estimar la
calificacién para el item 8 debido a que ninguno de los k usuarios mas cercanos
lo ha calificado. En muchos se calcula de antemano una matriz de similitud
entre usuarios, de tal forma que cuando se desee hacer recomendaciones, solo se
consulta esta, aunque esto tiene la desventaja de que cada vez que se agrega un
item, usuario o calificacion, se requiere volver a calcular la matriz de similitudes.

Basado en items El CF basado en items es casi idéntico al basado en usuarios,
pero como su nombre indica, las funciones de similitud y de agregacién se realizan
sobre los items. En este caso para estimar el valor de 7,;, en lugar de tomar los
usuarios parecidos a u que han calificado 7 se toman los items més parecidos a
i que el usuario u a calificado.

En este caso el proceso a seguir para recomendar ftems al usuario seria:

1. Para cada item ¢ recomendable al usuario u :
a) Se calcula su similitud con los items que u ha calificado, usando una
funcién de similitud entre ftems (sim(s,4’)).
b) De los items que u ha calificado se seleccionan los k més similares a ¢ y
se utiliza una funcién de agregacién para estimar la calificacion del item
v (Fui)
2. Se recomiendan los m {tems que mejor calificacién tengan con base en nues-
tras estimaciones.

En el ejemplo de la Fig. 5 se puede observar la estimacién de la calificacion
del usuario 4 al ftem 1 (71 1).

De igual forma que en el CF basado en usuarios, es comun que se almacene
una matriz de similitud entre items para optimizar el tiempo de respuesta al
calcular la lista de {tems recomendados.
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Basado en confianza También llamados recomendaciones sociales. En esta
técnica las recomendaciones se basan en la confianza entre usuarios. Es similar
al filtrado colaborativo con base en usuarios pero en este caso la nocién de vecinos
y similitud entre usuarios es remplazada por amigos y confianza entre usuarios
respectivamente. Bajo esta perspectiva, es el propio usuario quien elige a sus
vecinos, nombrados ahora amigos. Y ahora se agrega una funciéon de confianza
para emular el escenario de amigos de mis amigos. Esto se basa en la idea de que
las personas confian en las opiniones de sus amigos y confian en las opiniones
de amigos de sus amigos en mayor o menor medida[13]. De tal manera que se
puede modificar la técnica de CF con base en usuarios descrita en la seccién
“2.2 Basado en usuarios” y remplazar las funciones de similitud por una nueva
funcién que determine la confianza entre usuarios.

De qué manera modelar la confianza y asi poder determinar ésta entre dos
usuarios se ha convertido en una tarea indispensable en muchas ramas de la web
social, como la seguridad, la computacion en nube e incluso en el &mbito de los
SRs. Se han propuesto varios modelos para determinar la confianza entre usuarios
e incorporarlos dentro de técnicas de SR. Algunos ejemplo de éstos modelos son:
Modelo de Simon, MoleTrust, TidalTrust, Modelo de O’Donovan[22,18,11,20].

Basado en modelos A diferencia de los SRs basados en memoria, esta técnica
de SR basados hacen recomendaciones construyendo previamente un modelo
con base en las calificaciones de los usuarios. Se ataca el problema de las es-
timaciones como un problema de datos perdidos o de clasificacién [15] y se
utilizan algoritmos de machine learning como redes neuronales, redes bayesianas,
clustering o incluso toman inspiracion de algoritmos de otro tipo de problemas
como factorizacién de matrices. Una ventaja de estas técnicas, es que son més
rapidas al momento de estimar la relevancia de los items, aunque su desventaja
es que al agregar nuevos datos, ya sea usuarios, items o calificaciones, el modelo
necesita ser actualizado.

Slope One La técnica de Slope One [17] considera que se puede estimar una
calificacién desconocida a partir de una funcién lineal de otro valor conocido, de
tal forma que tenemos:

Tui = f(ruj) = Tuj + 85 (7)
Por lo que el problema se reduce a encontrar d;; para cada par de items.
Formalmente, dados dos vectores v = (v1,...,v,) y w = (w1, ...,w,), buscamos

una funcién f(z) = x4+ 0 para predecir w a partir de v minimizando la expresién
>, (vi + 8 —w;)?. Derivando la expresién con respecto a 4, igualando a cero
y despejando tenemos que § = = 3" | (w; — v;). Por lo tanto 4 es el promedio
de la diferencia de cada entrada.

Ahora para encontrar d;; necesitamos un conjunto de usuarios ﬁij tal que
éstos hayan calificado ambos {tems (los ftems i y j) y calculamos el promedio de
las diferencias: )

(Sij = = Z (’I“uj — Tui)- (8)
U]

u i’I’LUU
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Dado que ya tenemos un estimador de 7,; dado r,; podemos sacar la esti-
macién promedio usando el conjunto (R,,) de todos los {tems que ha calificado
el usuario wu:

_ 1
Tuj = Rf Z (rui + (5”) (9)
|Rul i€R,

Redes Bayesianas Al igual que en los SRs basados en memoria los SRs que
utilizan modelos basados en redes bayesianas estiman el valor de calificacién
T.; como una funcién de agregacion de las calificaciones que se tienen de otros

usuarios, pero en este caso se hace una suma ponderada por un factor de
probabilidad [8].

Clustering La técnica de clustering o k-medias divide el conjunto de usuarios en
k subconjuntos de tal manera que los elementos de cada conjunto estén lo més
cerca posible en relacién a una medida de distancia dada. Cada conjunto Cj
(clouster C;) esta definido por N; elementos y un centroide A;. Este centroide
A; es un punto donde se minimiza la suma de las distancias de éste con todos
los elementos que pertenecen al clouster C; [21].

Trasladdndolo a los SRs, si tomamos elemento x,, como las calificaciones del
usuario n sobre el conjunto de items, se puede usar esta técnica para determinar
el cluster C; al que pertenece el usuario y tomar los valores A; para estimar los
valores para los items que el usuario no a calificado.

Factorizacion de matrices La idea detras de esta técnica es que existen factores
latentes que pueden explicar por qué un usuario le da cierta calificaciéon a un
item dado. En caso de hablar de peliculas, estos factores pueden ser el genero,
los actores, la historia etc. de tal manera que la calificaciéon que el usuario u da
a un item 7 tomando en cuenta estos f factores, se puede expresar como:

Twi = @Dy, (10)

donde ¢; y p, son vectores en Rf donde cada entrada se refiere a cada uno de
estos factores latentes. En el caso de ¢;, cada elemento refleja el grado de apego
al factor dado y cada elemento de p, refleja la relevancia de ese factor para los
gustos del usuario.
Si hacemos esto para cada usuario y cada item, se puede construir una matriz
R de tal forma que:
R=QPT, (11)

donde cada fila de @) corresponde a cada uno de los vectores ¢; y las filas de
P son cada uno de los vectores p,. Entonces el problema se convierte en tratar
de estimar las matrices Q y P tomando como base la matriz de calificaciones
usando por ejemplo descomposicion en valores singulares (SVD) [3, p. 44].

2.3. Sistemas de recomendacién hibridos

Los SRs hibridos combinan varias técnicas de SR para mejorar las recomen-
daciones y mitigar los problemas particulares que presenta cada una de ellas.
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La idea principal de esta aproximacién es combinar distintas técnicas de SR de
tal manera que preserven las virtudes de cada una y que las desventajas de una
técnica particular pueden ser mitigadas con las propiedades de las otras [14,13].

Existen varias aproximaciones para combinar diferentes técnicas de SR, como
ejemplo de las comtinmente usadas tenemos las siguientes técnicas:

Hibridaciéon ponderada En esta técnica de hibridacion se combinan las es-
timaciones de dos o mas SRs utilizando una combinacién lineal entre ellas de
tal forma que se puede ponderar la importancia o relevancia que tendrén las
estimaciones hechas por cada SR que se estdn combinando al asignar distintos
pesos (coeficientes) a cada uno de ellas [13]. De tal manera que tendriamos:

Thui = Z ajrjuia (12)
JESR
donde:
Thui Es la estimacién final de nuestro SR hibrido,

77, s laestimaciéon del SR j del conjunto de SRs que estamos
combinando (SR),

a; Es el factor de ponderacién para el SR j. De tal forma que:
oo+ +a,=1y0<a; <1VjeSR.

Hibridaciéon en cascada La técnica de hi-
bridacién en cascada consiste en filtrar los items

items de manera escalonada. Como se muestra
en la Fig. 6, se toma uno de los SRs (SR;)
de los que se desea combinar y se calcula @
un conjunto de items candidatos usando las

estimaciones de éste. Se vuelve a filtrar el
conjunto anterior con la siguiente técnica de

SR elegida (SRz) y se recomienda el conjunto
de items resultante (SRp,).

Fig. 6. Hibridacion en cascada.

Hibridacion por seleccién En este caso, se calcula la estimacion de cada
uno de los sistemas de recomendacién a combinar y con base en un conjunto de
condiciones se selecciona el valor para la estimacién global [5]. De tal manera
que tenemos:

Tlui Si condi(TTyis -y Trui),

o Tawi S1 conds(TTysy -y Trui),

rhui: . (13)
Trwi  S1 cond,(TTuis -y Trui),

ISSN 1870-4069 35 Research in Computing Science 135 (2017)



Oscar Escamilla Gonzalez, Sergio Marcellin Jacques

donde cond,; (T1yi, --., Tnui) €s la condicién que debe cumplirse para seleccionar
la estimacién del SR j (7j,,). Esta notacién es para generalizar la estructura y
a pesar de que indicamos que se utilizan todas las estimaciones para calcular la
condicién, puede ser que éstas s6lo involucren algunas de las estimaciones, como
por ejemplo:

o {rlui si 71, # null, (14)

Towi S T1y; = null.

Hibridacion por mezcla Esta técnica de hibridaciéon mezcla las recomenda-
ciones de varios SRs en una lista de recomendaciones global. Trabaja sobre los
rankings generados a partir de las estimaciones del nivel de interés del usuario
sobre los items recomendables.

Supongamos que queremos combinar tres SRs (SR;, SRe ySR3) y que te-
nemos tres items recomendables (A, B y C) de los cuales se obtuvieron las
estimaciones que se muestra el tabla (a) para el usuario u. Al calcular los
rankings tenemos los resultamos como se muestra en la tabla (b) y utilizando el
algoritmo de votacién de Hare [3, p. 322] obtenemos como resultado el ranking
de la tabla (c):

A B C Ranking
SR; 3 5 4 SRy B C A
SR, 2 4 3 SR B C A Ranking
SR 4 6 3 SRs B A C SR, B C A

—
24
s

(b) (c)

3. Comparacién de técnicas de filtrado

Al intentar estimar el nivel de interés que el usuario puede tener sobre el
conjunto de ftems recomendables, se presentan una serie de problemas colaterales
que han propiciado el desarrollo de una gran variedad de técnicas para intentar
subsanar uno o varios de estos. A continuacién se listan los més importantes:

Serendipia La serendipia se define como la ocurrencia de un evento afortunado
poco probable. Cuando el SR carece de ésta, se puede dar el caso de que
a pesar de existir items de interés para el usuario, éstos se dejen de lado
por tener muy poca similitud con los items por los que el o los usuarios
han mostrado interés [16]. Este rasgo se considera una especie de sobre
especializacion. Por ejemplo, supongamos que tenemos un sistema donde
los items son canciones. El usuario gusta de canciones de Rock de los anos
70, pero solo ha reproducido canciones del genero Pop, por lo que el SR no
recomendaria las canciones de Rock ya que el usuario no ha mostrado interés
en ellas.
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Arranque en frio También llamado “cold start’, ocurre cuando no se tiene
suficiente informacién para generar una buena aproximaciéon. Ya sea porque
no se cuenta con un conjunto de calificaciones sobre un item dado o no se
cuenta con informacién sobre los gustos del usuario. Este es un caso frecuente
va que se produce cuando un sitio es puesto en linea por primera vez o se
agrega un nuevo usuario/item al sistema [4].

Usuarios maliciosos Se produce cuando usuarios intentan manipular el SR
para que oculte/muestre ciertos {tems. Por ejemplo, un usuario podria dar
una buena calificacién a un libro que él mismo escribié y crear varios usuarios
ficticios para votar por su libro. De esta manera, podria sesgar el SR para
mostrar mas a menudo dicho libro [18].

Escalabilidad Este problema se presenta cuando el volumen de los datos (ntime-
ro de usuario y/o nimero de {tems) comienza a crecer [14]. Una técnica de SR
puede funcionar bien bajo un conjunto de datos limitado, pero la eficiencia y
desempeno puede decaer al punto de ser no ser plausible cuando la cantidad
de datos se incrementa.

Contexto del usuario En muchas de las técnicas utilizadas por los SRs se
utiliza la calificacién de otros usuarios sobre un item dado para estimar el
nivel de interés que el usuario objetivo tiene sobre éste. Se busca los usuarios
similares, entendiendo similar como que ha demostrado apreciaciones simi-
lares en varios items, pero dentro de esta similitud no se toma en cuenta el
trasfondo de la calificacién. Por ejemplo, puede que a dos usuarios les guste
la misma pelicula y que hayan asignado la misma calificaciéon a ésta, pero
mientras el primero sélo estd interesado en la fotografia, el otro la considera
una buena pelicula por los actores involucrados [1].

Dificultad de implementacién En muchos casos el SR resulta dificil de im-
plementar. Por ejemplo puede requerir de un esfuerzo extra por parte de los
usuarios, como es el caso del CBF, o porque se requiere de un entendimiento
profundo del contexto de los items o de los usuarios a pesar de que en la
parte computacional sea relativamente sencillo de procesar. En otro casos,
la soluciéon computacional exige herramientas y conocimientos extra, como
es el caso de los SRs basados en modelos.

En la tabla 1 se desglosan brevemente los problemas comunes en SRs y si
afecta o no a cada técnica descrita.

4. Otras areas de investigacién en sistemas de
recomendacién

Recomendaciones con base en dominios cruzados

La idea detras de esta area de investigacion es que se pueden mejorar las re-
comendaciones haciendo uso de la informacién recolectada en distintos sistemas
(nombrados dominios), de tal modo que se pueda construir un perfil unificado y
mas completo del usuario juntando la informacién recolectada en cada sistema
mejorando las recomendaciones en cada uno de ellos.
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Tabla 1. Comparacién de sistemas de recomendacién

Serendipia Arrangue Uqurlos Escalabilidad Contextq D'iﬁcultad al
en frio maliciosos del usuario  implentar
Basado en contenido N N N N N N
Basado en |Usuarios S S S S S N
° memoria | fiems S S S S S N
‘é Basado en confianza N S N S S M
5]
=] Red bayesiana S N S N N M
5]
2| &z |SlopeOne S N S N N N
< o<
g g § Cloustering S N N N N M
= m S,
g actorlz_acmn N N S N N M
€ matrices
Hibridos N N N N N S

N = no afecta, S = si afecta, M = un punto intermedio

Sistemas sociales de etiquetado STS (Social Tagging Systems)

Hoy en dia existen muchos sitios Web que permiten al usuario publicar
y compartir contenido propio, como por ejemplo: Flickr, Delicius o Youtube.
Muchos de estos sitios permiten a los usuarios caracterizar sus contenidos con
etiquetas (tags) de texto sin ninguna restriccién en los términos que se utilizan.
Para evitar ambigiiedad y mejorar el etiquetado se busca un SR que oriente a
los usuarios sobre los términos a usar, esto bajo la idea de que dos contenidos
similares deberian tener etiquetas similares y que el sistema puede hacer uso de
las etiquetas de otros contenidos para extraer las mas relevantes para el usuario
en orden de etiquetar su contenido [19].

Problemas de privacidad en SRs

Los SRs recolectan informacion acerca del usuario a lo largo del tiempo, de
tal manera que las recomendaciones personalizadas van siendo mejores, pero esto
tiene un impacto negativo en la privacidad ya que el usuario puede comenzar
a sentir que el sistema sabe demasiado acerca de él y temer que gente externa
pueda obtener su informacion sensible. Por lo que ha surgido la necesidad de
crear mecanismos que mantengan la privacidad, evitando que la informacién
sea visible para agentes maliciosos pero al mismo tiempo permita al SR hacer
recomendaciones acertadas [7].

Integracion de las preferencias a corto y largo plazo

Actualmente los SRs hacen recomendaciones utilizando el conjunto completo
de los datos sobre los intereses del usuario que se han recolectado hasta el
momento sin tomar en cuenta que éstos pueden diferir a lo largo del tiempo
0 que en este instante de tiempo el usuario tiene gustos particulares [10].
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5. Conclusiones

Los SRs estan cada vez més presentes en la vida diaria del ser humano. Las
personas los usan consciente o inconscientemente para encontrar informacién en
diferentes contextos tales como libros, musica, noticias, viajes e incluso relaciones
romanticas. Cada vez mas sistemas informaticos que ofrecen productos, servicios
o simplemente informacion tienen inmersos algun tipo de SR para apoyar a las
personas a escoger entre las innumerables alternativas que éstos ofrecen.

Los SR basados en memoria en general dan buenos resultados si se tiene
suficiente informacién y son simples de implementar y entender; en términos de
estimaciones puntuales la mejor técnica hasta el momento parce ser SVD, la cual
gano el “Netfliz’s prize 7 [23] en el 2009.

Alrededor del tema de SR se ha creado una comunidad de investigacion
creciente, que intenta innovar y solventar los muchos problemas que atn se
encuentran por resolver. Para abrir nuevas lineas de investigacién en esta &rea,
la intuicién por si sola ya no es suficiente y es necesario un enfoque multidiscipli-
nario para traer mejores herramientas que puedan ayudar a explotar el inmenso
potencial de los SR en aplicaciones del mundo real.
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