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Resumen. En el mundo real los conjuntos de datos son regularmente no 

balanceados representando un problema crucial en Aprendizaje de Máquinas, ya 

que provoca una baja precisión en la mayoría de las técnicas de clasificación. Las 

SVM han reportado una excelente capacidad de generalización en los últimos 

años; sin embargo, al trabajar con conjuntos de datos no balanceados presentan 

un desempeño pobre debido a que el hiperplano obtenido queda sesgado hacia la 

clase mayoritaria. En este artículo, se presenta un nuevo algoritmo capaz de 

generar puntos artificiales dentro de la clase minoritaria y en la frontera entre 

clases a partir de los Vectores Soporte positivos, estos nuevos puntos son 

agregados al conjunto de entrenamiento a fin de disminuir el desbalance entre 

clases, mejorando el desempeño de las SVM en la mayoría de las pruebas. 

Palabras clave: Máquinas de vectores soporte, conjuntos no balanceados, puntos 

artificiales, vectores soporte, sensitividad, especificidad, algoritmo genético. 

Improved Performance of SVM Using a GA and the 

Creation of Artificial Points for Unbalanced Data Sets 

Abstract. Real world data sets are regularly unbalanced, which is a crucial 

problem in Machine Learning, it causes a low accuracy in most classification 

techniques. SVM have reported excellent generalization capability in recent 

years; however, working with unbalanced data sets have poor performance due 

to the retrieved hyperplane is biased towards the majority class. This article 

presents a new algorithm capable of generating artificial points within the 

minority class and on the border between classes from the positive Support 

Vectors, these new points are added to the training data set in order to reduce the 

imbalance between classes, improving the performance of SVM in the majority 

of tests. 
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1. Introducción 

Un conjunto de datos esta no balanceado cuando contiene un gran número de 

patrones de muestra de un tipo (clase mayoritaria) y un número muy reducido de 

patrones de muestra opuestos a los anteriores (clase minoritaria). En el mundo existen 

aplicaciones que presentan un desbalance muy acentuado en su conjunto de 

entrenamiento, por ejemplo en problemas de detección de fraudes, donde el radio de 

desbalance puede ir de 100 a 1 hasta 100,000 a 1 [1], otros ejemplos son la clasificación 

de secuencias de proteína [2, 3], diagnóstico médico [4, 5], detección de intrusos y 

clasificación de texto [6, 7]. 

Experimentos recientes [8, 9, 10] han mostrado que el desempeño de la mayoría de 

los métodos de clasificación son afectados cuando son aplicados sobre conjuntos no 

balanceados, siendo más evidente cuando el radio de desbalance es muy alto, debido a 

que los clasificadores en general están diseñados para reducir el error promedio global 

sin importar la distribución de las clases. 

Las Máquinas de Vectores Soporte (SVM) son actualmente una de las técnicas de 

clasificación más importantes [11, 3, 12, 13] debido a que tiene un mejor desempeño 

frente a otros métodos como redes neuronales artificiales [14, 15], árboles de decisión  

y clasificadores Bayesianos [2, 16]. Una SVM busca maximizar el margen de 

separación entre los híperplanos de cada clase, otorgándole un gran poder de 

generalización, propiedad que puede ser explicada por la teoría de aprendizaje 

estadístico [17]; sin embargo, en el caso de conjuntos no balanceados, el hiperplano de 

separación se ve sesgado hacia la clase mayoritaria, provocando un impacto negativo 

en la precisión de clasificación puesto que la clase minoritaria puede ser considerada 

como ruido y por consiguiente ignorada por el clasificador.  

El desarrollo de nuevas técnicas para reforzar el desempeño de clasificadores como 

las SVM sobre conjuntos no balanceados es importante en el área de reconocimiento 

de patrones, minería de datos y aprendizaje de máquinas. Para mejorarlas surgen 

técnicas como bajo muestreo (undersampling) que balancea el conjunto al reducir la 

clase mayoritaria. Por su parte la técnica de sobre muestreo (oversampling) duplica la 

clase minoritaria tantas veces como sea necesario hasta equilibrar el tamaño de las 

clases [8]. La desventaja de estas técnicas es que al eliminar datos de forma aleatoria 

para la clase mayoritaria, se podrían estar eliminando datos importantes sobre la 

frontera de decisión, causando que el hiperplano de separación no sea el óptimo al usar 

una SVM; por el contrario, si se duplican los datos de la clase minoritaria, el tiempo de 

entrenamiento se incrementaría debido a que la complejidad de la SVM es 𝑂(𝑛2) [2], 

además de que no aportan nada al entrenamiento puesto que estos puntos no son 

diferentes a los ya existentes. 

Chawla et al. [18] propuso Synthetic Minority Over sampling Technique (SMOTE) 

que genera puntos sintéticos que son incluidos en la clase minoritaria. SMOTE toma 

un punto de la clase minoritaria y produce una nueva versión de este al desplazarlo 

hacia su vecino más cercano una distancia aleatoria para cada dimensión. Esta técnica 
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no incluye una selección de datos, opera con todo el conjunto de entrada y de acuerdo 

a los resultados es mejor que undersampling y oversampling. 

Una combinación de SMOTE y oversampling fue propuesta en [8], introduciendo 

un esquema de penalización del error dependiendo de la clase, decrementando el costo 

para la clase mayoritaria e incrementándolo para la clase minoritaria; logrando una 

mayor densidad en la distribución de la clase minoritaria y colocando el hiperplano de 

separación más cerca de la clase mayoritaria. En [19] diferentes criterios de 

penalización son usados para producir efectos similares en la separación del hiperplano. 

Otras propuestas inspiradas en SMOTE pueden encontrarse en [20, 21, 22, 23]. Otro 

enfoque se basa en aplicar undersampling sobre conjuntos no balanceados 

seleccionando las muestras por medio de un algoritmo genético y resultando mejor que 

un simple muestreo aleatorio [24]. 

Para el caso de SVM con conjuntos no balanceados, en [25] logran mejorar su 

desempeño al generan datos sintéticos a partir de los vectores soporte (SV); mientras 

que en [26] estos SV son desplazados un épsilon. Ambos algoritmos trabajan en el 

espacio de características; sin embargo, sus desplazamientos son aleatorios obteniendo 

precisiones sesgadas hacia la sensitividad o la especificidad. 

En este artículo se presenta una nueva técnica de muestreo a fin de mejorar el 

desempeño de las SVM sobre conjuntos no balanceados. Inicialmente se entrena la 

SVM usando el conjunto de entrenamiento completo con el objetivo de obtener los 

Vectores Soporte (SV) que serán usados como base para crear nuevos puntos artificiales 

y poblar la clase minoritaria. Este método incluye un algoritmo genético para encontrar 

una buena combinación entre parámetros de la SVM y puntos artificiales creados dentro 

de la clase minoritaria así como en la frontera entre clases. 

En la metodología se explica cómo el método propuesto crea puntos artificiales de 

forma dirigida partiendo de los vectores soporte, que son los puntos más importantes, 

en lugar de usar todo el conjunto de datos de entrada como lo harían otras técnicas 

reportadas en la literatura; permitiendo crear puntos tanto dentro de la clase minoritaria 

como en la frontera entre clases. Para evitar introducir ruido con las nuevas muestras, 

el algoritmo es capaz de distinguir entre los SV más cercanos a la clase minoritaria. En 

la sección de resultados se puede observar que el método de clasificación propuesto 

mantiene el equilibrio entre sensitividad y especificidad al mismo tiempo que las 

mejora mientras que otras técnicas presentan sesgo hacia alguna de las dos métricas 

mencionadas. 

2. Preliminares 

2.1. Máquinas de vectores soporte (SVM) 

Las SVM fueron inspiradas en los resultados de la teoría de aprendizaje estadístico 

desarrollado por Vapnik en los 70’s [17]. Este clasificador permite encontrar un 

hiperplano capaz de separar linealmente dos clases, proyectando el espacio de entrada 

original a un espacio de características altamente dimensional donde maximiza el 

margen entre clases. 

Las SVM permiten estimar una función de clasificación óptima empleando datos de 

entrenamiento etiquetados como 𝑋𝑡𝑟 , de esta forma, la función f clasificará 
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correctamente datos no vistos antes por el clasificador (datos de prueba). Considerando 

el caso más simple de clasificación binaria, asumimos que el conjunto 𝑋𝑡𝑟  es dado 

como: 

(𝑥1, 𝑦1), (𝑥2, 𝑦2), … , (𝑥𝑛, 𝑦𝑛), (1) 

i.e. 𝑋𝑡𝑟 =  {𝑥𝑖 , 𝑦𝑖}𝑖=1
𝑛  donde 𝑥𝑖 ∈ 𝑅𝑑  y 𝑦𝑖 ∈ 𝑅(+1, −1)  corresponde a la etiqueta de 

clasificación de la muestra 𝑥𝑖. La función de clasificación puede ser escrita como: 

𝑦𝑖 = 𝑠𝑖𝑔𝑛 (∑ 𝛼𝑖𝑦𝑖𝐾〈𝑥𝑖 ∙ 𝑥𝑗〉

𝑛

𝑖=1

+ 𝑏), (2) 

donde 𝑥 = [𝑥1, 𝑥2, … , 𝑥𝑛]  son los datos de entrada. Un nuevo objeto x puede ser 

clasificado usando (2). El vector 𝑥𝑖 es mostrado en la forma de producto punto. Las 𝛼′𝑖 

son multiplicadores de Lagrange y b es el bias obtenido al entrenar la SVM. 

2.2. Métricas para evaluar precisión en conjuntos no balanceados 

Comúnmente, la precisión (accuracy) es la medida empleada para evaluar 

empíricamente el desempeño de un clasificador; sin embargo, para clasificación con 

datos no balanceados, esta métrica puede llevarnos a conclusiones erróneas debido a 

que la clase minoritaria tiene un impacto muy pequeño en la precisión. En conjuntos de 

datos con una distribución muy sesgada, la métrica de la precisión total no es suficiente 

debido a que en un conjunto descompensado de 99 a 1, un clasificador que etiquete 

todos los datos de prueba como negativos obtendrá una precisión del 99%, siendo inútil 

como clasificador para detectar los ejemplos positivos inusuales. La comunidad médica 

y la comunidad de aprendizaje de máquinas emplean dos métricas, la sensitividad (3) y 

la especificidad (4) para evaluar el desempeño de un clasificador sobre grandes 

conjuntos de datos altamente no balanceados. 

𝑆𝑛
𝑓𝑎𝑙𝑠𝑒

=
𝑇𝑁

𝑇𝑁 + 𝐹𝑃

, (3) 

𝑆𝑛
𝑡𝑟𝑢𝑒 es la proporción de verdaderos positivos i.e., 

𝑆𝑛
𝑡𝑟𝑢𝑒 =

𝑇𝑃

𝑇𝑃 + 𝐹𝑁

, (4) 

donde 𝑇𝑃 es el número de patrones de clase +1 reales pronosticados como positivos 

(verdaderos positivos), 𝑇𝑁 es el número de patrones de clase -1 reales pronosticadas 

como negativos (verdaderos negativos), 𝐹𝑃 es el número de patrones de clase -1 reales 

pronosticados como positivos (falsos positivos) y 𝐹𝑁 es el número de patrones de clase 

+1 reales que son pronosticados como negativos (falsos negativos). 

2.3. Receiver operating characteristic (ROC) 

La gráfica proporcionada por el método Receiver Operating Characteristic (ROC) 

es ampliamente usado para analizar el desempeño de clasificadores binarios y al medir 
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el área bajo la curva ROC (AUC) se obtiene una representación numérica de que tan 

separables son las clases analizadas [27]. Las ventajas más importantes del análisis con 

ROC es que no es necesario especificar los costos por errores de clasificación y 

proporciona una forma visual para analizar el desempeño del clasificador. 

3. Metodología 

3.1. Creación de puntos artificiales  

El primer paso del método propuesto consiste en identificar las clases minoritaria y 

mayoritaria del conjunto de entrenamiento a partir del conjunto no balanceado original. 

La clase minoritaria contiene t muestras positivas etiquetadas como 𝑋𝑡
+, mientras que 

las muestras negativas 𝑋𝑡
− pertenecen a la clase mayoritaria. Si el conjunto negativo es 

muy grande, se aplica una técnica de bajo muestreo para evitar un alto costo 

computacional. El nuevo conjunto formado por 𝑋𝑡
+ y 𝑋𝑡

−posteriormente es empleado 

para entrenar una SVM, obteniendo un hiperplano preliminar 𝐻1(𝑋𝑡
+, 𝑋𝑡

−) y su vectores 

soporte (𝑆𝑉).  

 

Fig. 1. Creación de puntos artificiales por el método propuesto 

El segundo paso implica etiquetar los SV de acuerdo a la clase a la que pertenezcan, 

obteniendo 𝑆𝑉+  y 𝑆𝑉− ; después son utilizados los 𝑆𝑉+  como referencia para crear 

nuevos puntos artificiales como se muestra en la Fig. 1, primero dentro de la clase 

minoritaria y después en su frontera con la clase mayoritaria. Para poblar la clase 

minoritaria es necesario elegir el número k de puntos que se crearán por cada 𝑆𝑉+ y el 
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desplazamiento 𝛼  que moverá el 𝑆𝑉𝑡
+  a una nueva posición. También hay que 

encontrar los 𝑘 𝑆𝑉+ más cercanos por cada 𝑆𝑉+ para finalmente aplicar (5).  

𝑋𝑡𝑘
′+ = 𝑆𝑉𝑡

+ + 𝛼 ∗ |𝑆𝑉𝑡
+ − 𝑆𝑉𝑘

+|    para cada 𝑘 𝑆𝑉𝑡
+ más cercano. (5) 

Después de una forma similar, se poblará la frontera con puntos artificiales positivos 

pero ahora utilizando los 𝑘 𝑆𝑉−  más cercanos para cada 𝑆𝑉+ ; la proporción de 

desplazamiento 𝛽 desplazará el 𝑆𝑉𝑡
+ original en dirección de su vector soporte negativo 

más cercano de la siguiente forma: 

𝑋𝑡𝑘
′′+ = 𝑆𝑉𝑡

+ + 𝛽 ∗ |𝑆𝑉𝑡
+ − 𝑆𝑉𝑘

−|   para cada 𝑘 𝑆𝑉𝑡
− más cercano. (6) 

La métrica usada para evaluar la distancia es la euclidiana y tanto 𝛼 como 𝛽 están 

en rangos entre 0 y 0.9, de esta forma se evita que un nuevo punto artificial pueda 

quedar localizado en el mismo lugar que el 𝑆𝑉𝑘, ya que introduciría ruido. 

3.2. Mejora de los parámetros usando un algoritmo genético 

Con el fin de mejorar los parámetros de la SVM tales como tipo de kernel, costo C, 

gamma para el kernel RBF, así como los parámetros del método propuesto, 𝑘 𝑆𝑉+ más 

cercanos, 𝑘 𝑆𝑉−  más cercanos y los valores normalizados entre 0 y 0.9 para el 

desplazamiento 𝛼 y 𝛽; se utilizó un algoritmo genético (GA) cuyo cromosoma contenía 

las variables anteriormente citadas. En la Tabla 1 se presenta el tamaño en bits ocupado 

por cada variable. 

Tabla 1. Variables para el cromosoma 

El algoritmo genético encuentra una solución en un tiempo razonable y gracias a 

sus operadores de cruza y mutación puede realizar una búsqueda explotativa y 

explorativa respectivamente por lo que es mejor que utilizar una búsqueda por malla. 

Cada individuo dentro de la población tendrá un cromosoma como se ejemplifica en la 

Fig. 2 y su calidad como solución al problema estará en función de que tan próximas 

están las precisiones AUC, 𝑆𝑛
𝑡𝑟𝑢𝑒  y 𝑆𝑛

𝑓𝑎𝑙𝑠𝑒
 respecto a la solución óptima que ocurre 

cuando todas valen 1.0. Para obtener los valores de cada métrica se requiere decodificar 

el cromosoma y obtener el fenotipo, asignando un valor a cada parámetro. Una vez que 

se tienen todos los valores se crean nuevos puntos artificiales y se entrena una SVM 

con los parámetros obtenidos.  

Variable Rango Precisión decimal Tamaño en bits 

gamma [0.001, 1.000] 3 10 

C [0.001, 1.000] 3 10 

Tipo de kernel {1-lineal, 2-RBF} 0 1 

k SV+ {0,1,2} 0 2 

𝛼 [0.01, 0.90] 2 7 

k SV− {0,1} 0 1 

𝛽 [0.01, 0.90] 2 7 
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El tamaño de cada gen se determinó con la fórmula (7), siendo n la precisión 

deseada. 

𝑛𝑏𝑖𝑡𝑠 = 𝑙𝑜𝑔2[(𝑙𝑖𝑚𝑖𝑡𝑒𝑆𝑢𝑝𝑒𝑟𝑖𝑜𝑟 − 𝑙𝑖𝑚𝑖𝑡𝑒𝐼𝑛𝑓𝑒𝑟𝑖𝑜𝑟)𝑥10𝑛] + 0.5. (7) 

Para aplicar el mapeo de números binarios a reales se usó la fórmula (8), donde 

nbits es el tamaño de la palabra calculada anteriormente, x’ es el valor obtenido de la 

conversión de la cadena binaria a decimal y x es el valor real obtenido de la 

transformación de x’. 

𝑥 = 𝑙𝑖𝑚𝑖𝑡𝑒𝐼𝑛𝑓𝑒𝑟𝑖𝑜𝑟 +
𝑥′[𝑙𝑖𝑚𝑖𝑡𝑒𝑆𝑢𝑝𝑒𝑟𝑖𝑜𝑟 − 𝑙𝑖𝑚𝑖𝑡𝑒𝐼𝑛𝑓𝑒𝑟𝑖𝑜𝑟]

2𝑛𝑏𝑖𝑡𝑠 − 1
. (8) 

3.3. Selección del modelo 

El entrenamiento con SVM involucra el ajuste de varios parámetros que tienen un 

crucial efecto sobre el desempeño del clasificador entrenado. El modelo propuesto 

emplea una función de base radial (RBF) para entrenar la SVM, definida como: 

𝐾(𝑥𝑖 − 𝑥𝑗) = 𝑒𝑥𝑝 (−𝛾‖𝑥𝑖 − 𝑥𝑗‖
2

) , 𝛾 > 0. (9) 

El parámetro C regula el punto medio entre error de entrenamiento y complejidad, 

mientras que γ es un parámetro del kernel. La obtención de buenos parámetros se logró 

usando un algoritmo genético, fijando el tamaño del cromosoma en 38 bits, con una 

población de 24 individuos y seleccionando los padres en cada generación por sobrante 

estocástico con reemplazo. Los operadores usados son cruza de dos puntos y mutación 

uniforme con una probabilidad fija de 0.25, eligiendo el mejor individuo de dos 

corridas. 

Para asegurar la convergencia, se aplicó el enfoque elitista, manteniendo intacto el 

material genético del mejor individuo en la siguiente generación y adicionalmente se 

utilizó una codificación Gray para disminuir las debilidades de la cruza de dos puntos. 

 

Fig. 2. Ejemplo de la estructura del cromosoma para el conjunto four class 
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a) Conjunto de entrenamiento no 

balanceado. 

b) Conjunto de entrenamiento balanceado con 

puntos artificiales por el método propuesto. 

Fig. 3. Distribución del conjunto four class, clase 1 en verde y clase 2 en azul 

4. Resultados 

En las pruebas realizadas se empleó el conjunto de datos KEEL Dataset, que es un 

conjunto comúnmente empleado para evaluar el desempeño de clasificadores sobre 

conjuntos de datos no balanceados; se encuentra disponible en 

http://sci2s.ugr.es/keel/datasets.php y los radios de desbalance van desde 1:1.4 para el 

conjunto liver disorders hasta 1:41.4 para yeast 6, que puede interpretarse como un 

patrón de muestra positivo por cada 41.4 patrones de muestra negativos correspondiente 

a este último conjunto. 

Para realizar los experimentos se prepararon los conjuntos de entrenamiento y 

prueba, seleccionándolos aleatoriamente y destinando 80% y 20% respectivamente a 

partir del conjunto original. A continuación se presentan los resultados en dos 

secciones, primero usando las técnicas clásicas y después aplicando el método 

propuesto. 

4.1. Desempeño de la SVM usando técnicas clásicas 

En la Tabla 2 se presentan las precisiones AUC, 𝑆𝑛
𝑡𝑟𝑢𝑒 y 𝑆𝑛

𝑓𝑎𝑙𝑠𝑒
, donde cada valor 

corresponde al promedio de 10 pruebas para cada método, incluyendo la precisión 

alcanzada con el conjunto original. Puede notarse que las precisiones están sesgadas 

hacia 𝑆𝑛
𝑓𝑎𝑙𝑠𝑒

 en el conjunto original, mientras que al aplicar undersampling u 

oversampling la precisión promedio no supera el 95% para las cuatro métricas y cuando 

alguna lo hace, la técnica sesga la precisión hacia una de ellas. En SMOTE, se usaron 

como parámetros un valor de 400 para N y 10 k vecinos. Esta técnica también tiene la 

debilidad de sesgar su precisión, clasificando la mayoría de patrones de prueba como 

positivos cuando está sesgada a 𝑆𝑛
𝑡𝑟𝑢𝑒 o clasificando la mayoría como negativos cuando 

está sesgada a 𝑆𝑛
𝑓𝑎𝑙𝑠𝑒

. 
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También se puede concluir que aunque el área bajo la curva ROC sea un valor alto 

para las técnicas analizadas, no puede usarse para discriminar si el clasificador es bueno 

detectando patrones positivos o si la técnica para balancear el conjunto es buena [27]. 

Tabla 2. Precisión para los conjuntos de datos no balanceados 

Conjunto de 

datos 

No balanceado Undersampling Oversampling SMOTE 

AUC 𝑆𝑛
𝑇 𝑆𝑛

𝐹  AUC 𝑆𝑛
𝑇 𝑆𝑛

𝐹  AUC 𝑆𝑛
𝑇 𝑆𝑛

𝐹  AUC 𝑆𝑛
𝑇 𝑆𝑛

𝐹  

liver disorders 0.75 0.48 0.85 0.74 0.68 0.69 0.75 0.64 0.75 0.71 0.89 0.28 

four class 0.87 0.51 0.97 0.87 0.78 0.78 0.88 0.81 0.80 0.83 0.91 0.71 

glass 1 0.79 0.08 0.99 0.77 0.84 0.46 0.79 0.80 0.57 0.75 0.91 0.31 

diabetes 0.81 0.56 0.86 0.81 0.74 0.71 0.81 0.69 0.76 0.79 0.83 0.62 

glass 0 0.85 0.31 0.92 0.83 1.00 0.44 0.83 0.99 0.47 0.81 0.99 0.45 

vehicle 2 0.99 0.90 0.98 0.99 0.96 0.91 0.99 0.82 0.98 0.99 0.97 0.93 

vehicle 3 0.80 0.13 0.97 0.79 0.76 0.67 0.81 0.57 0.82 0.82 0.88 0.66 

ecoli 1 0.95 0.69 0.96 0.94 0.92 0.84 0.94 0.89 0.86 0.95 0.91 0.84 

ecoli 2 0.96 0.81 0.98 0.96 0.93 0.91 0.96 0.92 0.94 0.96 0.93 0.94 

glass 6 0.93 0.70 0.98 0.96 0.80 0.95 0.94 0.80 0.98 0.96 0.80 0.98 

yeast 3 0.98 0.66 0.98 0.98 0.91 0.93 0.97 0.65 0.98 0.98 0.86 0.96 

ecoli 3 0.92 0.44 0.98 0.95 0.93 0.83 0.94 0.89 0.88 0.94 0.83 0.92 

glass 2 0.66 0.00 1.00 0.64 0.97 0.31 0.64 0.87 0.37 0.64 0.00 1.00 

cleveland 0 vs 

4 
0.98 0.15 1.00 0.94 0.95 0.70 0.97 0.20 0.99 0.98 0.60 0.99 

glass 4 0.97 0.05 1.00 0.93 0.95 0.80 0.97 0.95 0.94 0.97 0.95 0.95 

ecoli 4 1.00 0.75 1.00 1.00 1.00 0.93 0.99 0.90 0.98 1.00 0.93 0.99 

page blocks 1-3 
vs 4 

1.00 0.50 1.00 0.99 0.98 0.90 1.00 0.90 0.98 1.00 0.94 1.00 

glass 5 0.97 0.00 1.00 0.92 0.90 0.83 0.97 0.80 0.93 0.97 0.70 0.99 

yeast 4 0.81 0.00 1.00 0.84 0.75 0.87 0.87 0.71 0.88 0.86 0.54 0.97 

yeast 5 0.99 0.16 1.00 0.99 1.00 0.91 0.99 1.00 0.94 0.99 0.93 0.97 

yeast 6 0.90 0.00 1.00 0.92 0.86 0.88 0.94 0.81 0.92 0.94 0.70 0.98 

4.2. Desempeño de la SVM usando el método propuesto 

En la Tabla 3 se presentan las precisiones AUC, 𝑆𝑛
𝑡𝑟𝑢𝑒  y 𝑆𝑛

𝑓𝑎𝑙𝑠𝑒
 para el método 

propuesto con su respectiva desviación estándar, siendo cada valor el promedio de 10 

pruebas.  

Para balancear el conjunto de entrenamiento, en cada prueba se anexaron los puntos 

artificiales creados por el método propuesto y después para la prueba los parámetros 

kernel RBF, C y gamma requeridos por la SVM fueron calculados usando un algoritmo 

genético con codificación Gray. 

Se observa que las precisiones mejoraron notablemente frente al conjunto original 

y no presentan gran sesgo, salvo para el conjunto glass 0, glass 1 y vehicle 3; sin 
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embargo en comparación, estas precisiones son mejores frente a las otras técnicas 

analizadas.  

Tabla 3. Precisión para los conjuntos de datos no balanceados usando el método propuesto 

Conjunto de datos 

Método propuesto 

(promedio) 

Método propuesto 

(desviación estándar) 

Puntos artificiales 

(clase positiva) 

AUC 𝑺𝒏
𝑻 𝑺𝒏

𝑭 AUC 𝑺𝒏
𝑻 𝑺𝒏

𝑭  

liver disorders 0.93 0.89 0.81 0.03 0.03 0.07 1326 

four class 1.00 1.00 1.00 0.00 0.00 0.00 624 

glass 1 0.89 0.87 0.77 0.04 0.05 0.04 54 

diabetes 0.87 0.85 0.80 0.04 0.05 0.02 338 

glass 0 0.87 0.96 0.64 0.04 0.05 0.05 65 

vehicle 2 1.00 1.00 0.98 0.00 0.00 0.01 500 

vehicle 3 0.93 0.93 0.85 0.02 0.02 0.03 668 

ecoli 1 0.96 0.95 0.89 0.04 0.05 0.05 111 

ecoli 2 0.97 0.96 0.96 0.04 0.05 0.03 48 

glass 6 0.98 0.90 0.99 0.04 0.11 0.03 38 

yeast 3 0.98 0.98 0.96 0.01 0.02 0.01 642 

ecoli 3 0.97 0.94 0.93 0.02 0.07 0.03 135 

glass 2 0.99 1.00 0.97 0.03 0.00 0.06 84 

cleveland 0 vs 4 1.00 1.00 1.00 0.00 0.00 0.00 90 

glass 4 1.00 1.00 0.99 0.00 0.00 0.01 88 

ecoli 4 1.00 1.00 0.99 0.00 0.00 0.01 108 

page blocks 1-3 vs 4 1.00 1.00 1.00 0.00 0.00 0.00 108 

glass 5 1.00 1.00 1.00 0.00 0.00 0.00 24 

yeast 4 0.98 0.99 0.95 0.02 0.03 0.04 62 

yeast 5 1.00 1.00 0.99 0.00 0.00 0.01 238 

yeast 6 0.98 0.91 0.99 0.04 0.07 0.01 84 

Por último, la desviación estándar no superó el 0.04 para el AUC, el 0.07 para 𝑆𝑛
𝑡𝑟𝑢𝑒, 

salvo glass 6, mientras que 𝑆𝑛
𝑓𝑎𝑙𝑠𝑒

 tuvo un máximo de 0.07 por lo que sugiere que es un 

método estable. 

5. Conclusión 

Las Máquinas de Vectores Soporte son una herramienta de clasificación que posee 

un buen desempeño sobre conjuntos balanceados; sin embargo, al trabajar en conjuntos 

desbalanceados, su desempeño es severamente afectado, ya que por la naturaleza de su 

entrenamiento el hiperplano obtenido se ve sesgado hacia la clase mayoritaria.  

En este artículo, se presentó un nuevo método que mejora el desempeño de las SVM 

sobre conjuntos no balanceados, reduciendo el efecto del radio de desbalance al crear 

nuevos puntos artificiales que son agregados al conjunto de entrenamiento, al mismo 
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tiempo mejora significativamente el desempeño de las SVM en conjuntos con 

desbalance. 

El método propuesto es diferente a otros métodos reportados en la literatura, ya que 

la creación de puntos es inteligente en el sentido de no utilizar como base todo el 

conjunto de datos de entrada, sino solo los Vectores Soporte, ya que son los puntos más 

importantes; sus dos fases pueden crear puntos tanto dentro de la clase minoritaria como 

en la frontera y al distinguir entre los SV más cercanos se puede evitar introducir ruido 

con los nuevos puntos. 

  

a) Conjunto liver disorders. b) Conjunto diabetes. 

  

  

c) Conjunto glass 2. d) Conjunto yeast 6. 

Fig. 4. Gráficas ROC para una de las diez pruebas realizadas a los conjuntos a) liver 

disorders, b)diabetes, c) glass 2 y d) yeast 6 

De acuerdo con los resultados, el método propuesto presentó una mejora en el 

desempeño de la SVM con precisiones superiores a las de las otras técnicas analizadas, 

disminuyendo el sesgo del hiperplano de separación al proveer el entrenamiento con 

más ejemplos de muestra positivos para la clase minoritaria y obteniendo resultados 

más notables cuando es aplicado sobre conjuntos de datos cuyo radio de desbalance es 

mayor a 10. 
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El método propuesto es estable, ya que su desviación estándar sobre la precisión no 

supera el 0.07, obteniendo una precisión 𝑆𝑛
𝑡𝑟𝑢𝑒 mayor o igual a 93% en 15 de los 22 

conjuntos de datos no balanceados analizados y manteniendo una precisión alta para 

todas las precisiones, a diferencia de las demás técnicas, que presentan claramente una 

precisión sesgada hacia una de las métricas. 

El desempeño en los conjuntos de datos probados es bueno; sin embargo, determinar 

la mejor combinación de parámetros, tanto para la SVM como para la creación de 

puntos artificiales es una tarea costosa computacionalmente, por lo que se incluyó un 

algoritmo genético dentro del algoritmo propuesto para obtener una buena combinación 

en un tiempo aceptable y mantener una buena precisión. 
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