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Resumen. Normalmente, en los trabajos de segmentación de imágenes de color 

entrenan redes neuronales con los colores de la imagen a segmentar, después se 

obtiene el número de colores dominantes dentro de la imagen para posteriormente 

procesar la imagen con fuzzy c-means, en donde los colores son representados 

en el espacio RGB. La desventaja que tienen estos trabajos es que, por un lado, 

deben entrenar las redes neuronales cada vez que se procesa una nueva imagen; 

por otro lado, en el espacio RGB la cromaticidad de un color puede ser 

modificada por su intensidad. En este trabajo proponemos segmentar las 

imágenes con información cromática de los colores, entrenando una red neuronal 

con muestras de cromaticidad de diferentes colores, que puede emplearse para 

segmentar cualquier imagen sin necesidad de volverla a entrenar; la cantidad de 

colores que reconoce la red neuronal depende de su tamaño. Se presentan 

experimentos con imágenes de la base de segmentación de Berkeley empleando 

redes neuronales competitivas y mapas auto-organizados. 
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Color Image Segmentation by Mimicking  

the Human Perception of Color 

Abstract. Usually, related works on color image segmentation train neural 

networks with the colors of the image to segment, then the number of dominant 

colors within the image is obtained in order to process the image using fuzzy c-

means, where the colors are represented in the RGB space. The drawback with 

these methods is the neural networks must be trained every time a new image is 

given; but also, in the RGB space the color’s chromaticity can be altered by its 

intensity. In this paper we propose to segment the images using chromatic data 

of colors, by training a neural network with chromaticity samples of different 

colors, which can be employed to segment any image just training it just once; 

the number of colors the neural network recognizes depends on its size. We show 

experiments with images of the Berkeley segmentation database using 

competitive neural networks and self-organizing maps. 
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1. Introducción 

La segmentación de imágenes es un tema ampliamente estudiado para la extracción 

y reconocimiento de objetos, de acuerdo a las características de textura, color, forma, 

entre otros. Dependiendo de la naturaleza del problema, las características de color de 

los objetos pueden proporcionar información relevante sobre ellos. Por ejemplo, la 

segmentación de imágenes de color ha sido aplicado en diferentes áreas como análisis 

de alimentos [1,2], geología [3], medicina [4,5] entre otras [6-9]. 

Los trabajos que abordan la segmentación de imágenes por características de color 

emplean diferentes técnicas [10,11], pero las más empleadas son las redes neuronales 

(RN) [12-14] y métodos basado en agrupamiento, específicamente, fuzzy c-means 

(FCM) [15-20]. Las RN son entrenadas para reconocer colores específicos, es decir, 

estas son entrenadas con los colores de la imagen a ser segmentada. Si se da una nueva 

imagen la RN debe ser entrenada nuevamente. Al emplear métodos basados en 

agrupamiento, se crean grupos de colores con características similares. La desventaja 

con tales métodos es que se requiere definir previamente la cantidad de grupos en que 

se divide la información; por lo tanto, el número de grupos se define dependiendo de la 

naturaleza de la escena. 

Nuestra propuesta consiste en entrenar a la RN para reconocer diferentes colores, 

tratando de emular la percepción humana del color. Los seres humanos identifican 

principalmente los colores por su cromaticidad, después por su intensidad [21]. Por 

ejemplo, si se le pregunta a cualquier persona cual es el color de los cuadros (a) y (b) 

de la Fig. 1, lo más seguro es que responderá “verde”; nótese que el cuadro (a) es más 

brilloso que el cuadro (b) pero la cromaticidad no cambia. Ahora, si se le vuelve a 

preguntar a esa misma persona cual es el color de los cuadros (c) y (d) de la Fig. 1, lo 

más seguro es que responda “rojo y rosa, respectivamente”; es importante mencionar 

que los cuadros (c) y (d) tienen la misma intensidad pero diferentes cromaticidades. 

 

Fig. 1. Cuadros (a) y (b) con la misma cromaticidad pero con diferentes intensidades; cuadros 

(c) y (d) con diferentes cromaticidades pero con la misma intensidad 
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Los seres humanos tienen la capacidad innata de reconocer colores; al observar su 

entorno pueden reconocer, hasta cierto punto, regiones y/o objetos dentro de una escena 

por sus características cromáticas. Es importante mencionar que los humanos no 

necesitan aprende a identificar los colores cada vez que se les muestra una escena; ellos 

solo emplean su conocimiento previamente adquirido. 

La contribución de este artículo es una propuesta para segmentar imágenes de color 

por características cromáticas, emulando la forma en que los seres humanos reconocer 

los colores. Con el fin de emular esta capacidad humana, proponemos entrenar un mapa 

auto-organizado (MAO), con muestras de cromaticidad de diferentes colores, una vez 

entrenada, el MAO procesa la imagen. En donde dependiendo de la cantidad de 

neuronas que tenga la RN es la cantidad de colores que puede reconocer la RN y en 

consecuencia el número de secciones que puede tener la imagen. 

En la mayoría de los trabajos relacionados se emplea el espacio RGB para 

representar colores; sin embargo, este espacio es sensible a la iluminación por lo que la 

extracción de la cromaticidad de los colores no es precisa porque esta puede ser alterada 

por los cambios de intensidad. De aquí que, nosotros empleamos el espacio de color 

HSV, porque en este espacio la cromaticidad es separada de la intensidad [22]. 

El artículo está organizado de la siguiente forma: en la sección 2 se muestran las 

características de los espacios de color RGB y HSV. Presentamos nuestra propuesta 

para la segmentación de imágenes en la sección 3. En la sección 4 se muestran los 

experimentos realizados y se discuten los resultados obtenidos. Finalmente, el artículo 

termina con las conclusiones y trabajo futuro en la sección 5.  

2. Espacios de color 

Aunque el espacio RGB es ampliamente aceptado para representar colores por la 

comunidad de procesamiento de imágenes, los seres humanos no perciben el color 

como es representado en dicho espacio. La percepción humana del color es similar a la 

representación en el espacio HSV [21,22], de aquí que empleamos este espacio. En las 

secciones 2.1 y 2.2 se presentan las características de cada espacio. 

2.1 Espacio de color RGB 

El espacio RGB está basado en el sistema de coordenadas Cartesiano en donde los 

colores son puntos definidos por vectores que se extienden desde el origen, en donde el 

negro está en el origen y el blanco está ubicado en la esquina opuesta al origen [22], 

ver Fig. 2. 

  

Fig. 2. Espacio de color RGB 
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El color de un pixel 𝑝 se escribe como una combinación lineal de los vectores base 

de verde, rojo y azul [22]: 

𝜙𝑝 = 𝑟𝑝𝑖̂ + 𝑔𝑝𝑗̂ + 𝑏𝑝�̂�. (1) 

en donde 𝑟𝑝, 𝑔𝑝 y 𝑏𝑝 son los componentes de rojo, verde y azul, respectivamente. La 

orientación y magnitud de un vector de color define la cromaticidad e intensidad del 

color, respectivamente [22]. Como se ha mencionado antes, este espacio es sensible a 

la iluminación; es decir, a pesar de que dos vectores tengan la misma cromaticidad, 

estos representan diferentes colores si sus intensidades son diferentes. 

2.2 Espacio de color HSV 

La representación de color en el espacio HSV emula la percepción humana del color 

ya que la cromaticidad es desacoplada de la intensidad [21,22]. En este espacio el color 

de un pixel 𝑝 se representa por sus componentes de tono (ℎ), saturación (𝑠) e 

intensidad  (𝑣): 

𝜑𝑝 = [ℎ𝑝, 𝑠𝑝 , 𝑣𝑝]. (2) 

El tono es la cromaticidad, la saturación es el nivel de blancura del color y la 

intensidad es el brillo del color; la Fig. 3 muestra la apariencia del espacio HSV. Los 

rangos de valores reales del tono, saturación e intensidad son [0,2𝜋], [0,1] y [0,255], 
respectivamente. 

 

Fig. 3. Espacio de color HSV 

3. Propuesta de segmentación 

En esta sección presentamos nuestra propuesta para la segmentación de imágenes 

de color, en donde entrenamos una RN con muestras de cromaticidad de diferentes 

colores. Posteriormente se extrae la cromaticidad de cada pixel de la imagen a 

segmentar al mapear el color al espacio HSV, la cromaticidad extraída es procesada por 

la RN y el nuevo tono del pixel es el tono de la neurona ganadora. Cuando todos los 

pixeles son procesados, la imagen es mapeada al espacio RGB. 
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3.1 Entrenamiento de la red neuronal 

Debido a la naturaleza difusa del color, no es posible reconocer todos los colores 

del espectro; de aquí que, el espectro de color es “dividido” en un conjunto finito de 

colores. El número de colores que la RN puede reconocer depende de su tamaño; en 

este artículo se realizan pruebas con una red neuronal competitiva (RNC) con 9, 16 y 

25 neuronas, y con MAO de 3×3, 4×4 y 5×5 neuronas. Las RN son entrenadas con los 

elementos del conjunto Ψ construido con muestras de cromaticidad como sigue: 

Ψ = {𝜓𝑘 = [cos 𝜃𝑘 , sin 𝜃𝑘]|𝜃𝑘 =
2𝜋
256

𝑘: 𝑘 = 0,1, … ,255}. (3) 

La cromaticidad es transformada en un vector debido al caso cuando el valor del 

tono es casi 0 o 2𝜋. Considérese los cuadros (c) y (d) de la Fig. 1, sus valores son 

π/100 y 19π/10, respectivamente. Numéricamente ambos valores son muy distintos 

pero las cromaticidades de ambos cuadros son muy similares; si la cromaticidad de 

ambos cuadros es clasificado solamente por el valor escalar del tono, la cromaticidad 

es reconocida como si fueran muy diferentes.  

Este problema se resuelve como sigue; sea 𝜑𝑝 el color de un pixel representado en 

el espacio HSV como se muestra en la ec. (2), le cromaticidad es modelada como: 

𝜓𝑝 = [cos ℎ𝑝 , sin ℎ𝑝]. (4) 

3.2 Procesamiento de la imagen 

La segmentación de la imagen se hace al agrupar los colores empleando la 

cromaticidad de los colores de cada pixel de la imagen. Es importante mencionar que 

las RNs son entrenadas con información de la cromaticidad de los colores, por lo que 

no pueden reconocer el negro ni el blanco porque estos dos colores no tienen una 

cromaticidad definida. El blanco se obtiene cuando la saturación de un color es bajo, es 

decir, cuando 𝑠 ≈ 0; por otra parte, el negro se obtiene cuando la intensidad del color 

es baja, esto es, cuando 𝑣 ≈ 0. 

Por lo tanto, antes de que un color sea procesado por la RN se debe evaluar su 

saturación e intensidad para clasificarlo como blanco o negro, respectivamente. 

Procesar el color de un pixel conlleva realizar los siguientes pasos. Sea el vector de 

color 𝜙𝑝 del pixel 𝑝 representado en el espacio RGB: 

1. El vector 𝜙𝑝 se mapea al espacio HSV obteniendo 𝜑𝑝 = [ℎ𝑝, 𝑠𝑝, 𝑣𝑝]. 

2. Se verifica si el color del pixel es negro; si 𝑣𝑝 ≤ 𝛿𝑣 entonces 𝑣𝑝
∗ = 0 y 𝑠𝑝

∗ = 0, 

ir al paso 5. 

3. En caso contrario, se verifica si el color del pixel es blanco; si 𝑠𝑝 ≤ 𝛿𝑠 entonces 

𝑣𝑝
∗ = 191 y 𝑠𝑝

∗ = 0, ir al paso 5. 

4. En caso contrario, es decir, si 𝑣𝑝 > 𝛿𝑣 y 𝑠𝑝 > 𝛿𝑠 entonces: 

a. Calcular el vector 𝜓𝑝 y procesarlo con la RN. 

b. Se obtiene el vector de peso de la neurona ganadora 𝐰𝑖 = [𝑤𝑖,1, 𝑤𝑖,2] y se 

etiqueta al pixel con el número 𝑖. 
c. Calcular el tono con ℎ𝑝

∗ = tan−1(𝑤𝑖,2/𝑤𝑖,1). 
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d. Se asignan los valores de saturación e intensidad: 𝑣𝑝
∗ = 191 y 𝑠𝑝

∗ = 1. 

5. El nuevo vector 𝜑𝑝
∗ = [ℎ𝑝

∗ , 𝑠𝑝
∗, 𝑣𝑝

∗] es mapeado al espacio RGB obteniendo el 

vector 𝜙𝑝
∗ = [𝑟𝑝

∗, 𝑔𝑝
∗ , 𝑏𝑝

∗]. 

En donde 𝛿𝑠 y 𝛿𝑣 son los umbrales para saturación e intensidad, respectivamente. 

Dada la naturaleza difusa del color, no hay valores específicos para decidir exactamente 

cuando un color es blanco o negro; de forma experimental encontramos que los mejores 

umbrales son 𝛿𝑠 = 𝜇𝑠 − 𝜎𝑠 y 𝛿𝑣 = 𝜇𝑣 − 𝜎𝑣; en donde 𝜇𝑠 y 𝜇𝑣 son la media de saturación 

e intensidad de la imagen, respectivamente; 𝜎𝑠 y 𝜎𝑣 son la desviación estándar de la 

saturación e intensidad de la imagen, respectivamente. 

4. Experimentos y discusión 

Recientemente la base de segmentación de Berkeley1 (BSB) se está convirtiendo en 

la referencia para probar algoritmos de segmentación de imágenes de color [16]. Para 

los experimentos, implementados en Matlab 2014a, se seleccionó aleatoriamente un 

conjunto de 9 imágenes de las 300 imágenes que contiene la BSB, ver Fig. 4. 

En la Fig. 5 se muestran las imágenes obtenidas al procesar las imágenes de la Fig. 

4 empleando las RNCs con los diferentes tamaños que se indican. A su vez en la Fig. 6 

se muestran las imágenes resultantes al ser procesadas las imágenes de la Fig. 4 

empleando los MAOs con los tamaños que se indican. 

Se puede observar fácilmente de las imágenes resultantes que estas pueden ser 

segmentadas solamente utilizando información de la cromaticidad; pero la 

segmentación también depende de la cantidad de neuronas de las RNs. Esto es, entre 

más grande sea la RN, mayor la cantidad de colores son reconocidos; de hecho, se 

puede apreciar que con los MAO se reconocen más colores que con las RNC, ya que se 

pueden observar más secciones o dentro de la imagen empleando los  MAO. Aunque 

también, por lo mismo, hay algunas partes de la imagen que no son segmentadas 

homogéneamente. 

Al observar las imágenes se puede ver que estas tienen mejor segmentación 

empleando los MAOs. Por ejemplo, en las imágenes obtenidas al procesar la imagen 

35070 con las RNCs, el fondo se combina con la hoja; mientras que la misma imagen 

procesada por los MAOs se puede ver que la hoja es segmentada del fondo, a pesar de 

tener ambos tonos verdes pero los MAOs son capaces de distinguir la diferencia de 

tonos. 

Otro ejemplo, en las imágenes obtenidas de la imagen 35010 utilizando las RNCs, 

prácticamente el fondo de las hojas son segmentadas en verde, mientras que con los 

MAOs se pueden apreciar tonos en amarillo en los centros de las hojas. Las alas de la 

mariposa son segmentadas exitosamente con todas las redes neuronales, excepto 

utilizando la RNC de 25 neuronas, las cuales son segmentadas con el mismo tono de 

verde de las hojas del fondo. Una posible explicación es que esa red neuronal no 

“aprendió” correctamente a reconocer el tono amarillo durante el entrenamiento, por lo 

que la red neuronal debe ser entrenada nuevamente. 

                                                           
1 http://www.eecs.berkeley.edu/Research/Projects/CS/vision/bsds/ 
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35070 

 
35010 

 
97010 

 
157032 

 
36046 

 
232038 

 
201080 

 
124084 

 
317080 

Fig. 4. Imágenes extraídas de la BSB, empleadas para los experimentos realizados 

RNC 9 RNC 16 RNC 25 
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RNC 9 RNC 16 RNC 25 

   

   

Fig. 5. Imágenes obtenidas empleando redes neuronales competitivas de 9, 16 y 25 neuronas 

Dada la apariencia de las imágenes, la segmentación de las imágenes utilizando las 

RNCs es mejor cuando la red neuronal es pequeña, mientras que con los MAOs es lo 

contrario; es decir, el resultado de la segmentación de las imágenes utilizando los 

MAOs es mejor cuando la red neuronal es grande. Por ejemplo, la imagen 124084 

obtenida con la RNC de 9 neuronas es muy parecida a la obtenida utilizando el MAO 

de 5×5 neuronas. Ocurre de forma similar con las imágenes 97010, 157032, 201080 y 

35010 si se utiliza un la RNC de 9 neuronas y el MAO de 5×5 neuronas. 

5. Conclusiones y trabajo futuro 

MAO 3×3 MAO 4×4 MAO 5×5 
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MAO 3×3 MAO 4×4 MAO 5×5 

   

   

   

Fig. 6. Imágenes obtenidas empleando mapas auto-organizados de 3×3, 4×4 y 5×5 neuronas 

En este trabajo se ha presentado una propuesta para segmentar imágenes por 

características de color. Se presentan pruebas empleando redes neuronales competitivas 

y mapas auto-organizados de diferentes tamaños, que son entrenadas con muestras de 

cromaticidad de diferentes colores; posteriormente se procesan las imágenes 

extrayendo sólo la cromaticidad de los colores de las imágenes, al mapear previamente 

las imágenes al espacio HSV. Cada pixel es agrupado con el tono de la neurona 

ganadora de la red neuronal, finalmente la imagen resultante es mapeada al espacio 

RGB. 

Los mapas auto-organizados mostraron, en cuanto a la apariencia de la imagen, 

tener mejor desempeño que las redes neuronales competitivas; es decir, aunque la 

cantidad y forma de las secciones obtenidas empleando ambas redes neuronales son 

parecidas, los tonos asignados por los mapas auto-organizados se asemejan más a los 

de las imágenes originales. 

La cantidad de colores que pueden reconocer las redes neuronales depende de la 

cantidad de neuronas que tienen. Las redes neuronales con pocas neuronas funcionan 

mejor en imágenes que tienen pocos colores; mientras que las redes neuronales con un 

número grande de colores tienen mejor desempeño con las imágenes que tienen varios 

colores. 

Como trabajo futuro se contempla hacer una evaluación cuantitativa de la 

segmentación de las imágenes obtenidas con nuestra propuesta. Empleando las métricas 

de índice aleatorio probabilístico y de variación de información, que se están volviendo 

últimamente en las métricas estándar para medir el desempeño de los algoritmos de 

segmentación de color [16]. La imagen segmentada con nuestra propuesta es 

comparada con las imágenes segmentadas a mano que se encuentran en la BSB que 

sirven como referencia. Cada imagen de la BSB tiene un conjunto de 5 imágenes 

segmentadas a mano, con las que se hace la comparación. Por ejemplo, en la Fig. 7 se 

muestra las imágenes segmentadas a mano de la imagen 35010 de la BSB. 

     

Fig. 7. Ejemplo de imágenes segmentadas a mano de la BSB 
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Las imágenes segmentadas obtenidas con nuestra propuesta son comparadas con 

cada una de las imágenes segmentadas a mano de la BSB, en donde la similitud de la 

segmentación se mide con las métricas mencionadas anteriormente. En la Fig. 8 se 

muestran dos ejemplos de imágenes segmentadas a mano, (a) y (c), y dos que se 

obtienen con nuestra propuesta, (b) y (d). 

 
(a) 

 
(b) 

 
(c) 

 
(d) 

Fig. 8. Ejemplo de comparación de las imágenes: (a) y (c), segmentadas a mano y las 

segmentadas con nuestra propuesta, (b) y (d) 

Por otra parte se contempla hacer pruebas con imágenes con ruido para observar el 

comportamiento de nuestra propuesta. 
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