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Resumen. En este art́ıculo se presenta EGEKN, el cual es un método
para la estimación automática del gasto energético dirigido a niños de
entre 7 y 10 años de edad durante sesiones de juego con videojuegos
activos. Este método toma como entrada los datos de seguimiento de
las juntas del modelo esquelético capturados con un sensor Kinect para
calcular el trabajo mecánico del cuerpo del jugador. Adicionalmente, este
método considera información contextual como la edad, el sexo, el peso y
el ı́ndice de masa corporal de los jugadores, el tipo de actividad realizada,
el porcentaje de grasa corporal y la frecuencia card́ıaca media. A partir
de la representación de esta información en vectores de caracteŕısticas se
entrenó un modelo de regresión para la estimación del gasto energético.
Para desarrollar y validar este método se capturaron datos de 46 niños
de entre 7 y 10 años de edad. Los participantes jugaron 12 videojuegos
activos con diferentes tipos de movimiento e intensidades de actividad
f́ısica. El modelo entrenado obtuvo una correlación de 0.85, lo cual es
comparable con la precisión de métodos similares encontrados en la
literatura, pero dirigidos a adultos.

Palabras clave: aprendizaje máquina, estimación de caloŕıas, caracte-
rización de movimientos.

Automatic Estimation of the Energy
Expenditure of Children Physical

Activity in Exergames Using the Kinect
Sensor

Abstract. In this article, we present a method for automatic estimation
of children energy expenditure during playing sessions with exergames,
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called EGEKN. This method calculates the mechanical work of the pla-
yer’s body using the tracking data of the joints of the skeletal model
captured with a Kinect sensor. It also uses contextual information such
as the age, sex, weight, and body mass index of the players, the type
of activity performed, the percentage of body fat and the average heart
rate. Using feature vectors to represent this information, we trained a
regression model to estimate the energy expenditure. We collected data
from 46 children aged between 7 and 10 years old to develop and validate
this method. The participants played with12 exergames with different
types of movement and physical activity intensities. The trained model
obtained a correlation of 0.85, which is comparable with the accuracy of
similar methods found in the literature but aimed at adults.

Keywords: machine learning, energy expenditure estimation, body mo-
vements characterization.

1. Introducción

La obesidad infantil aumentó dramáticamente durante las últimas décadas a
nivel mundial, alcanzando niveles epidémicos [4, 23]. La obesidad infantil está
asociada a la inactividad f́ısica y un estilo de vida sedentario de los niños.
Debido a lo anterior, una de las principales estrategias para reducir la obesidad
infantil es aumentar la actividad f́ısica y reducir las conductas sedentarias de los
niños [17]. Gracias al desarrollo de nuevos y novedosos dispositivos de interacción
Humano-Computadora (ej. Controles Wii, Kinect, y cámaras de profundidad),
los videojuegos activos (exergames) surgieron como una estrategia emergente
para promover la actividad f́ısica en niños. Este tipo de videojuegos proveen
métodos emocionantes, innovadores y atractivos para atraer la atención, educar
y promover cambios en las intenciones y los comportamientos humanos [1, 14].

Estudios recientes revelan que la mayoŕıa de los videojuegos activos produ-
cen un nivel medio de intensidad de ejercicio; y muy pocos producen un nivel
intenso de ejercicio, el cual es requerido para obtener beneficios cardiovasculares
considerables [15]. Para tener un mayor impacto en la salud, los videojuegos
activos podŕıan ajustar automáticamente la intensidad de la actividad f́ısica de
acuerdo al perfil y desempeño del jugador; sin embargo, uno de los retos más
importantes para lograr tal fin es medir efectivamente el gasto energético (GE) de
los jugadores. El uso de los métodos actuales para medir el GE en los videojuegos
activos se ve afectado por su precisión, complejidad de uso, y sus costos. Por
ejemplo, la precisión de los métodos que utilizan acelerómetros, unos de los
mas ampliamente utilizados, depende del número de dispositivos utilizados,
requiriendo en ocasiones hasta 5 dispositivos [12]. Por su parte, los sistemas de
análisis metabólico de gases son uno de los mas precisos; sin embargo, son caros
y requieren un esfuerzo significativo para ponerlo a punto. Una limitación de la
mayoŕıa de los métodos de GE es que son invasivos debido a que requieren que
los jugadores porten sensores de medición durante toda la actividad f́ısica. Como
una alternativa a estos métodos, recientemente se han desarrollado métodos no
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invasivos de estimación del GE que utilizan el sensor Microsoft Kinect para
rastrear los movimientos corporales sin la necesidad de portar ningún instru-
mento. Sin embargo, estos métodos han sido desarrollados para adultos y, hasta
donde tenemos conocimiento, no existe un método espećıfico para niños en edad
escolar. Debido a lo anterior, en este trabajo se presenta EGEKN, el cual es un
método no invasivo para la estimación automática del gasto energético dirigido
a niños de entre 7 y 10 años de edad durante sesiones de juego con videojuegos
activos. EGEKN aprovecha las capacidades del sensor Microsoft Kinect para
rastrear de forma precisa los movimientos de las articulaciones esqueléticas del
jugador, y con base en esa información estimar el gasto energético. EGEKN
puede ser integrado a videojuegos activos para mostrar el gasto energético de
los jugadores, o para ajustar la intensidad de actividad f́ısica en tiempo real y
de forma personalizada.

2. Trabajo previo

A continuación se presentan investigaciones que abordan la estimación del
gasto energético empleando el sensor Kinect como medio de captura de movi-
miento. La herramienta denominada ViziCal desarrollada en [9] es un enfoque
basado en regresión que mapea datos cinemáticos recopilados por el sensor Ki-
nect y reporta el gasto de enerǵıa en unidades metabólicas de reposo (MET). Este
sistema toma en consideración la información de la ubicación y la aceleración
de las articulaciones esqueléticas para predecir la actividad f́ısica en videojuegos
activos. Los datos se recopilaron de un grupo de 9 participantes masculinos entre
18 y 25 años que se ejercitaban regularmente. Para desarrollar el algoritmo
de estimación se usaron, máquinas de soporte vectorial para tres conjuntos
diferentes de caracteŕısticas: aceleración cinemática, posición de articulaciones y
la combinación de estos dos. Se empleo un enfoque de validación cruzada dejando
uno fuera. ViziCal resultó ser más preciso que las técnicas convencionales basadas
en acelerómetros. Otra contribución es la desarrollada en [13] donde se propone
un método que calcula el consumo de enerǵıa en tiempo real al evaluar la suma de
la enerǵıa requerida para superar la enerǵıa potencial gravitatoria de cada parte
del cuerpo del modelo esquelético. En este experimento se utilizó un conjunto
de v́ıdeos de baile para obtener y modelar un cuerpo humano, el cual consta de
10 partes formadas por 15 nodos de articulaciones. Al monitorear el cambio de
posición de cada parte del cuerpo, se puede conocer la enerǵıa empleada para
cada uno de ellos y la sumatoria de sus enerǵıas da origen al consumo total
de enerǵıa del cuerpo completo. Una limitación es que el consumo de caloŕıas se
estimó en función de un avatar y no directamente del cuerpo de los participantes.

Por otro lado, el estudio [21] propone un método similar para el consumo de
caloŕıas en rutinas de aerobics. En esta investigación se usó el sensor Kinect para
monitorizar 10 juntas del modelo esquelético, las cuales fueron consideradas como
un acelerómetro de 3 ejes. Además, se contempló el ritmo card́ıaco para com-
plementar la evaluación de múltiples modelos de regresión. Este método obtuvo
mejores resultados en comparación a los obtenidos con un solo acelerómetro y
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sin requerir numerosos entrenamientos para crear un modelo estable. En [16] se
propuso un modelo más robusto desde un enfoque de aprendizaje estad́ıstico
multivariado. Este modelo es capaz de estimar el gasto energético con base
en el trabajo mecánico interno y externo realizado en 4 ejercicios individuales
diferentes. Con el sensor Kinect, se localizó en un sistema local de coordenadas,
20 juntas del modelo esquelético para rastrear en cada momento del ejercicio
los movimientos realizados por los participantes. Posteriormente se calcula el
trabajo mecánico realizado en el cuerpo tomando en cuenta los cambios de su
enerǵıa mecánica y finalmente se estima el gasto energético.

En general, los métodos de estimación del gasto energético que usan el sensor
Kinect para medir el movimiento han obtenido buenos resultados y se han
adaptado a diferentes actividades f́ısicas. Sin embargo, hasta donde tenemos
conocimiento no se ha publicado ningún trabajo que reporte una técnica de
estimación de gasto energético en sesiones de juego activo espećıfica para niños
como sujeto de prueba. Por tal motivo, la presente investigación se centra en
desarrollar una técnica espećıfica para niños que estime el gasto energético
durante actividad f́ısica con videojuegos activos.

3. Recolección de datos

Para desarrollar el método de estimación se recolectaron datos de 46 estu-
diantes (23 niños y 23 niñas) de entre 7 y 10 años, inscritos en una escuela
primaria pública. El estudio se desarrolló durante tres meses. Previo al inicio
de la recolección de los datos, se revisó el protocolo del experimento con un
experto en educación f́ısica infantil con el objetivo de afinar los ejercicios y su
intensidad para evitar poner en riesgo la salud y bienestar de los participantes.
Posteriormente, se obtuvo la autorización del director de la escuela y los maestros
para realizar el estudio. Finalmente, se obtuvo el consentimiento informado
firmado por los padres y el consentimiento verbal de parte de los niños. Las
caracteŕısticas de los participantes se muestran en la Tabla 1.

Tabla 1. Caracteŕısticas de los participantes.

Caracteŕısticas Promedio Desviación estandar Máximo Mı́nimo

Masa (kg) 41.3 9.27 67.4 25.2
Altura (cm) 138 8.51 153 121

Edad 8.9 0.86 10 7
IMC 21.3 2.82 29.5 16.6
BFP 29.1 6.05 46.3 16.2

Los niños participaron en binas en sesiones de juego que duraron en promedio
90 minutos, de los cuales solo 26 minutos fueron de actividad f́ısica. Los niños
pod́ıan terminar su participación en el momento que ellos quisieras. Los niños
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pasaban en binas con el objetivo de alternar sus tiempos de ejercicio y descanso
además de que redućıa el tiempo requerido para dar las instrucciones a los
jugadores. A los participantes se les recomendó asistir con ropa cómoda para
realizar adecuadamente las actividades. Cada sesión de juego se dividió en las
siguientes etapas:

1. Se les colocaba a los participantes un sensor de pulso card́ıaco Polar OH1
conectado a la aplicación Polar Beat, con el objetivo de capturar la frecuencia
card́ıaca y el gasto energético. Además, se calibraba el sensor Microsoft
Kinect para capturar adecuadamente el movimiento de sus cuerpos.

2. A los participantes se les explicaba cómo jugar, el objetivo de los videojue-
gos, y como acumular el mayor puntaje en el tiempo establecido haciendo
correctamente lo que los videojuegos requeŕıan.

3. Los participantes realizaban una sesión de calentamiento dinámico de entre
8 a 10 minutos que inclúıa movimientos articulares: flexiones, extensiones,
abducciones y aducciones de hombros caderas, rodillas y tobillos. Para definir
las actividades de calentamiento se siguieron las recomendaciones de [5].

4. Los participantes jugaban 3 sesiones de juego de 5 minutos cada una con un
videojuego activo de acción. Hab́ıa cinco posibles videojuegos activos de ac-
ción: FoodRateMaster c©, FatCombat c©, DishMaster c©, SuperMarketRace
c©, y FoodHitTravel c©. Todos los videojuegos son desarrollos propios y tie-
nen en tramite el registro de propiedad intelectual. Cada videojuego requeŕıa
un conjunto de movimientos corporales para poder jugar (ej. desplazamientos
laterales, saltos, agacharse, tocar objetos con las manos, etc.). Se empezaba
con una intensidad baja y en las dos sesiones subsecuentes se le aumentaba
la intensidad sin superar las 197 pulsaciones por minuto (PPM) el cual es
el limite máximo para niños y adolescentes [7]. Las intensidades son: baja
(140 PPM), media (160 PPM) y alta (>160 <180 PPM). Después de jugar
cada sesión de juego, el participante teńıa 5 minutos de reposo absoluto y el
otro miembro de la bina iniciaba a jugar lo mismo que el jugador que estaba
descansando.

5. Los participantes jugaban 3 videojuegos activos de reto que requeŕıan rea-
lizar ejercicios de alta intensidad (salto de mariposa, skipping y taloneo).
La duración de cada videojuego era de 40 segundos y después teńıan 40
segundos de recuperación pasiva. Durante el reposo el otro miembro de la
bina empezaba a jugar.

6. Los participantes jugaban 6 videojuegos activos de reto que requeŕıan realizar
ejercicios de fuerza muscular (b́ıceps, desplante frontal, desplante lateral,
elevación de hombros frontal, elevación de hombros lateral y sentadillas)
durante 90 segundos con el mismo tiempo de recuperación pasiva. Durante
el reposo el otro miembro de la bina empezaba a jugar.

7. Los participantes realizaban estiramiento para volver a la calma.

Se recopilaron datos del movimiento del cuerpo, frecuencia card́ıaca y gasto
energético. Se utilizó la aplicación Polar Beat para el registro del gasto energéti-
co. Para el caso de los videojuegos de 5 minutos se tomó cada minuto, y en los
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videojuegos de ejercicio de alta intensidad y fuerza muscular, una sola vez al
finalizar el juego. Durante el estudio se obtuvieron un total de 521 capturas de
movimiento.

4. Metodoloǵıa

Con ayuda del dispositivo Kinect se capturaron las ubicaciones de las juntas
del esqueleto de los usuarios en un sistema de referencia local de coordenadas, a
fin de localizarlos en cualquier tiempo de la sesión de juego y con ellos determinar
variables esenciales para el análisis del movimiento del cuerpo humano. Una vez
obtenidos estos parámetros básicos, se implementó el enfoque propuesto por
Nathan [16] para el cálculo del trabajo externo e interno, y subsecuentemente,
estimar el gasto energético empleando aprendizaje máquina para modelar estas
caracteŕısticas junto con otras propuestas por los autores del presente trabajo.

4.1. Descripción general del método propuesto

El objetivo principal de este trabajo de investigación es proponer un enfoque
más amplio al reportado en [16] al implementar un algoritmo que estime el
gasto energético durante actividades f́ısicas realizadas en sesiones de juego serio
orientados a disminuir el sobrepeso en niños y adaptar el modelo a esta población.
Por este motivo, se propuso evaluar diferentes algoritmos de aprendizaje con 3
conjuntos de caracteŕısticas diferentes para examinar y comparar su eficacia
cuando esta técnica se aplica a actividades f́ısicas más complejas que las estu-
diadas por Nathan (sentadilla, salto de mariposa, movimiento de brazos y salto
de pie). Las funciones de cada una de las fases principales de nuestro método se
describen en las siguientes subsecciones.

4.2. Captura de coordenadas de las juntas

Se utilizó el sensor Microsoft Kinect V2 y su SDK para la obtener las coor-
denadas de 20 juntas. El modelo del dispositivo fue lanzado en el año 2014
y discontinuado en el 2017. No obstante, Microsoft tiene planes de un nuevo
lanzamiento con un módulo de cámara más sofisticado y tecnoloǵıa de inteli-
gencia artificial basada en la nube de Microsoft [2]. 19 juntas representan una
articulación del cuerpo y una representa el centro del modelo esquelético del
cuerpo. Está información es representada en un vector XYZ de valores decimales
en metros con respecto a la posición del Kinect. La estructura con la que trabajan
las juntas sigue un modelo de árbol jerárquico donde se parte de una junta ráız y
a partir de ella se van relacionando las demás juntas. Se capturaron fotogramas
de las 20 juntas cada 30 milisegundos y se almacenó en un archivo CSV junto
con información del participante.
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4.3. Cálculo de propiedades de los segmentos del cuerpo

De manera general, la obtención del centro de masa del cuerpo completo, aśı
como otras propiedades inerciales es una tarea indispensable cuando se necesita
realizar un análisis cuantitativo del movimiento [20]. Dado que el cuerpo humano
es un sistema formado por segmentos conectados entre śı, la distribución de masa
del cuerpo varia continuamente dependiendo a la posición de sus segmentos,
lo que ocasiona que el centro de gravedad cambie de lugar constantemente.
Esta dependencia continua de la postura corporal provoca que el hallazgo del
centro de masa del cuerpo completo sea más complejo en comparación con el de
simples cuerpos ŕıgidos. Por consiguiente, diversos métodos para encontrar su
ubicación se han ideado. La opción más conveniente dadas las caracteŕısticas del
proyecto, es la determinación del centro de gravedad del cuerpo completo por
medio de la suma ponderada de todos los centros de masas individuales de los
segmentos. Para esta tarea, se recurrió a los parámetros de segmentos del cuerpo
proporcionados por De Leva [3] para primeramente calcular los centros de masa
de los segmentos individuales con las siguientes ecuaciones para cada uno de sus
componentes cartesianos para todos los fotogramas obtenidos en cada sesión de
juego:

xseg = xp + Rp(xd − xp),

yseg = yp + Rp(yd − yp),

zseg = zp + Rp(zd − zp).

(1)

Es decir, la posición del centro de masa del segmento (xseg, yseg, zseg) se puede
determinar a partir de las coordenadas del punto proximal (xp, yp, zp) y distal
(xd, yd, zp) de la parte del cuerpo a analizar y el porcentaje de su longitud
Rp. Posteriormente, el centro de masa del cuerpo completo (xcc, ycc, zcc) es
obtenido empleando la fórmula 2 para ubicar sus coordenadas en el espacio,
donde Pi y (xi, yi, zi), son respectivamente, la proporción de masa y cada uno
de los componentes rectangulares del centro de masa del segmento i.

xcc =

∑
(Pixi)∑
Pi

, ycc =

∑
(Piyi)∑
Pi

, zcc =

∑
(Pizi)∑
Pi

. (2)

4.4. Cálculo de la enerǵıa y trabajo mecánico

Para llevar a cabo la caracterización del modelo de estimación del gasto
energético, se consideró el trabajo mecánico interno y externo realizado en el
sistema por variaciones en su enerǵıa mecánica. Como se describe en [22], es uno
de los métodos más destacados puesto que provee información importante no solo
de la mecánica del cuerpo, sino también de su movimiento. Tal como se mencionó
con anterioridad, se adoptó el método propuesto por Nathan D. [16] el cual se
divide en dos partes. La primera fase se encarga de analizar las interacciones de
fuerzas externas capaces de causar cambios de movimiento en el centro de masa
de todo el cuerpo relativo al entorno, lo que origina alteraciones en la enerǵıa
mecánica del sistema, produciendo lo que se conoce como trabajo externo. La
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enerǵıa en cualquier instante asociada con el trabajo externo del centro de masa
del cuerpo completo puede ser obtenida con la siguiente ecuación:

ECOM (t) = MgH(t) +
1

2
MVcg(t)2 (3)

donde M es la masa total de todo el cuerpo, g la gravedad, H la altura del
centro de masa y Vcg la velocidad lineal del centro de masa relativo al entorno.
Una vez que calculada la enerǵıa en cualquier tiempo t, se prosigue con el cálculo
del trabajo externo que se define de la siguiente manera:

Wext(t) = ECOM (t + 1) − ECOM (t) (4)

En cuanto a la segunda fase, se evalúa los cambios de enerǵıa ocasionados
por fuerzas internas del sistema y la transferencia de enerǵıa interna que existe
entre un segmento y segmentos adyacentes dentro de la misma extremidad.
Originando de esta manera el trabajo provocado por la diferencia de enerǵıa
mecánica relativa al centro de masa del cuerpo completo, el cual se denomina
trabajo interno. La enerǵıa en cualquier momento t asociada con el trabajo
interno del segmento i se expresa como:

Eint,i(t) =
1

2
miVr,i(t)

2 +
1

2
miK

2
i wi(t)

2 (5)

donde mi es la masa del segmento, Vri es la velocidad relativa del centro de
masa del segmento i con respecto al centro de masa del cuerpo completo, Ki es
el radio de giro del centro de masa y wi es la velocidad angular del segmento i.
De manera similar que el paso anterior, el trabajo interno del segmento i está
dado por la ecuación:

Wint,t(t) = Eint,i(t + 1) − Eint,i(t) (6)

Teniendo en cuenta que el trabajo realizado por los músculos vaŕıa dependien-
do del tipo de contracción, también se tomó en consideración diferenciar entre
las dos clases que se pueden presentar. Knuttgen y Kraemer [10] exponen que,
en caso de que la fuerza producida sea lo suficientemente fuerte para superar la
resistencia, el musculo se acorta a medida que se contrae de manera concéntrica
(trabajo positivo). En cambio, cuando la contracción es excéntrica (trabajo
negativo), la fuerza generada no es suficiente para sobrepasar la carga, lo cual
causa que el músculo se alargue mientras se contrae de manera excéntrica. A la
luz de este relevante hecho, la suma de todo trabajo positivo efectuado durante
la actividad f́ısica fue almacenada en las variables de trabajo interno positivo y
trabajo externo positivo. De igual forma, la sumatoria de todo trabajo negativo
realizado durante la sesión de juego se administró en las variables de trabajo
interno negativo y trabajo externo negativo. Cabe señalar que, con respecto a
las variables de trabajo interno, se decidió separarlo en extremidades inferiores
y superiores. Finalmente, después de caracterizar el movimiento de esta manera
se obtuvieron 6 caracteŕısticas relevantes (ver Tabla 2).
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4.5. Obtención de caracteŕısticas contextuales

Tal como se presentó en [8] variables como el ritmo card́ıaco, edad, genero,
entre otros, contribuyeron de manera significativa para que su modelo de re-
gresión reportara un coeficiente de correlación altamente positivo al momento
de estimar el gasto energético durante sus experimentaciones. Por lo tanto, en
este trabajo se propone la inclusión de los datos proporcionados por el perfil del
jugador que informan sobre las caracteŕısticas de los participantes para mejorar
la efectividad del modelo. Además de la edad y el género, la funcionalidad
especial incluida en nuestra plataforma mantiene registros del tamaño del cuerpo
y algunas composiciones corporales de los usuarios que se ingresan al sistema
cuando los niños se registran al comienzo de su primera sesión. En adición a
estas caracteŕısticas personales, también se decidió agregar información sobre
la sesión jugada, es decir, descripción acerca del nivel de intensidad, tipo de
actividad f́ısica o videojuego seleccionado. Por último, el dispositivo empleado
para el monitoreo de las caloŕıas quemadas por sesión, Polar OH1, incluye la
utilidad de poder llevar un seguimiento de las pulsaciones por minuto presentes
durante la sesión de juego. Por consiguiente, se optó por incorporar el ritmo
card́ıaco como una caracteŕıstica adicional a nuestro modelo de estimación de
gasto energético.

Representación del vector caracteŕısticas. Esta sección proporciona una
perspectiva general de la caracterización empleada para el sistema de estimación
de gasto energético. Una vez capturados y calculados los atributos planteados
en las secciones anteriores se prosiguió con la formación del vector caracteŕıstica
para su posterior análisis.

Las primeras 6 caracteŕısticas adquiridas durante el procesamiento de los
datos suministrados por el dispositivo Kinect están vinculadas con el trabajo
mecánico medido en kilojulios e interpretado como variable cuantitativa el cual
es realizado durante la actividad f́ısica. El trabajo mecánico se representa como
la sumatoria a través del tiempo tanto del trabajo positivo y negativo empleado
para mover el centro de masa del cuerpo completo por el entorno, como del tra-
bajo positivo y negativo provocados por cambios en la enerǵıa mecánica relativa
al centro de masa del cuerpo completo para mover sus elementos superiores e
inferiores.

En cuanto a los datos provistos por el sistema, se encuentran asociados en
mayor medida a información recabada para el perfil de jugador, el cual consta
de la edad del participante, genero, peso, altura, porcentaje de grasa e ı́ndice
de masa corporal, donde las primeras dos variables fueron contempladas como
valores discretos y las cuatro restantes como valores continuos. Asimismo, la
plataforma de videojuegos brindó información sobre el tipo de actividad y la
sesión seleccionada. Para representar esta información se aplicó la técnica de
codificación one-hot, que consiste en remplazar la variable categórica por una
nueva variable binaria por cada clase contenida originalmente. Finalmente, el
dispositivo de recopilación de gasto energético provee adicionalmente la frecuen-
cia card́ıaca media como caracteŕısticas de tipo continuo. Este último atributo
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y las caloŕıas quemadas por sesión se encuentran a nuestra disposición una vez
que se haya concluido la actividad f́ısica. La Tabla 2 lista las caracteŕısticas
analizadas en este trabajo.

Tabla 2. Lista de atributos utilizados para el análisis.

Trabajo mecánico

Trabajo externo positivo
Trabajo externo negativo
Trabajo interno positivo superior
Trabajo interno negativo superior
Trabajo interno positivo inferior
Trabajo interno negativo inferior

Datos del participante

Edad
Genero
Peso

Índice de masa corporal

Información de actividad

Tipo de actividad
Sesión seleccionada
Porcentaje de grasa corporal

Dispositivo de medición

Frecuencia card́ıaca media

4.6. Estimación del gasto energético

En este estudio se utilizaron diferentes conjuntos de caracteŕısticas y se
aplicaron varias técnicas de aprendizaje máquina con el objetivo de identificar la
combinación más precisa para la estimación del gasto energético. Asimismo, se
consideró evaluar cada una de los tipos de sesión tanto de manera independiente
como en conjunto. Dicho de otra forma, se agruparon las capturas por tipo
de sesión y se realizaron experimentaciones para sesiones de juego, videojuegos
de reto y la mezcla de estos tipos. Para evaluar el método propuesto, se decidió
entrenar los modelos utilizando solo las 6 caracteŕısticas obtenidas por el proceso
del cálculo del trabajo mecánico en el primer experimento. En la siguiente
etapa de experimentación, se incorporaron las caracteŕısticas proporcionadas
por el perfil de jugador, pero excluyendo el ritmo card́ıaco promedio puesto
que esta variable es obtenible una vez que se termina la sesión. Se procuró
observar el desempeño del modelo descartando esta variable para visualizar su
rendimiento en caso de querer implementar el algoritmo en tiempo real. De
igual manera, se examinó el comportamiento de los modelos de regresión al
agregar el ritmo card́ıaco al vector caracteŕıstica. Como última tarea, se crearon
modelos de entrenamiento y prueba independientes del sujeto con el fin de no
incluir muestras de un mismo niño en los conjuntos de entrenamiento y de
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prueba y aśı evitar cualquier tipo de dependencia de los modelos entrenados
con propiedades de los individuos. En cuanto a los algoritmos de regresión
empleados, se propuso explorar el rendimiento de random forest [11], proceso
gaussiano [18], perceptrón multicapa [6] y máquinas de soporte vectorial [19]
para todas las experimentaciones de este estudio y mostrar sus rendimiento en
las tablas 3, 4, 5 y 6 empleando como métricas de desempeño el coeficiente
de correlación de Pearson, error medio absoluto y el error cuadrático medio.
Además, se validó la estabilidad de estos algoritmos aplicando dos métodos
de validación. 1) Validación cruzada de 10 iteraciones: En esta técnica, un
90 % de las muestras del conjunto de datos es entrenado para crear un modelo
que es probado con el 10 % restante de los datos. Este proceso es repetido 10
veces usando diferentes conjuntos de entrenamiento/prueba para cada ocasión.
2) Validación 80/20: Para este esquema de validación, se crea un modelo de
entrenamiento con el 80 % de las muestras del conjunto total de datos. El 20 %
restante es utilizado para probar el modelo.

5. Resultados

Como puede observarse en la Tabla 3, las mejores métricas de regresión tanto
en validación cruzada de 10 pliegues como en 80 % entrenamiento / 20 % prueba
fueron obtenidos cuando los conjuntos de entrenamiento y prueba conteńıan
muestras de los dos tipos de videojuegos (acción y reto) que se probaron. No
obstante, cuando se analizaron por separado los dos tipos de juegos se redujeron
de manera significativa los coeficientes de correlación y aumentaron las métricas
del error, especialmente en las sesiones de juego de acción.

De acuerdo con las suposiciones establecidas, el comportamiento del modelo
mejoró en la segunda experimentación, puesto que las caracteŕısticas incluidas
para esta etapa lograron que se obtuvieran resultados satisfactorios, no solo
para el conjunto mezclado, sino también para el grupo de entrenamiento for-
mado solo por videojuegos de reto. No se observó mejora significativa para
el modelo constituido por sesiones de juego de acción, ver Tabla 4. Por otro
lado, cuando se realizó experimentación tomando en consideración el ritmo
card́ıaco, se obtuvieron resultados más precisos que en los dos experimentos
anteriores. Vale la pena señalar que, en esta ocasión, el modelo conformado por
sesiones de juego de acción presentó un aumentó en los coeficientes de correlación,
especialmente cuando se implementó el algoritmo perceptrón multicapa. Los
resultados obtenidos de estos dos experimentos se encuentran localizados en la
Tabla 5.

Para la última fase de experimentación, se limitó a estudiar solo las carac-
teŕısticas utilizadas en la segunda etapa para visualizar el rendimiento que se
originaŕıa en un entorno real de uso. Los resultados obtenidos en este último
experimento pueden visualizarse en la Tabla 6. Como se puede apreciar, la
eficacia de los modelos se redujo si se comparan con los 2 experimentos previos,
especialmente el de sesiones de juego, ya que no se fue capaz de obtener valores
favorables para ninguno de los algoritmos de regresión empleados. Sin embargo,
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Tabla 3. Resultados de la primera experimentación utilizando solo las 6 caracteŕısticas
del trabajo mecánico.

Todos

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.78 0.66 0.73 0.75 0.79 0.73 0.72 0.77
MAE 6.63 11.44 9.35 7.25 0.58 11.91 7.77 6.17
RMSE 12.18 15.21 15.17 13.21 11.12 14.63 12.70 11.57

Videojuego de reto

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.55 0.41 0.54 0.43 0.46 0.29 0.40 0.35
MAE 2.10 2.53 2.20 2.41 2.03 2.3 2.39 2.16
RMSE 2.89 3.32 2.98 3.13 3.02 3.27 3.29 3.18

Sesiones de juego

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación -0.29 0.25 0.11 0.40 -0.16 0.01 -0.09 0.08
MAE 17.12 9.24 15.18 6.23 13.90 11.44 14.49 10.39
RMSE 25.39 12.28 21.65 9.18 19.49 16.18 19.65 16.80

al utilizar random forest y máquina de soporte vectorial como algoritmos de
estimación para actividades de tipo videojuego de reto originaron un coeficiente
de correlación superior al 0.70, los cuales son comparables a resultados obtenidos
en experimentación orientada a adultos [16]. Aśı mismo, estos valores son más
realistas, ya que se obtienen sin ninguna información previa de los jugadores.

6. Conclusiones y trabajo futuro

En este trabajo se presentó un método denominado EGEKN para la esti-
mación de consumo de enerǵıa con base en el movimiento detectado por un
sensor Kinect. Se usaron tres tipos de caracteŕısticas para entrenar un modelo
de regresión. A partir de la experimentación se observó que usando solo las
caracteŕısticas de movimiento los resultados no son muy buenos, sobre todo
cuando se entrenan por separado modelos para videojuegos de reto y de ac-
ción. Los resultados mejoran cuando se incluye información sobre caracteŕısticas
propias del individuo, en particular mejoró en la evaluación de los videojuegos
de reto. Cuando se usó la frecuencia card́ıaca se obtuvieron mejores resultados.
Usando MLP para el proceso de regresión y evaluando con 10FCV se obtuvo
una correlación de 0.99 para todos los ejercicios, 0.95 para los videojuegos de
reto y 0.92 para videojuegos de acción. Esto nos lleva a la conclusión, en primer
lugar, de que las caracteŕısticas contextuales, tanto información del usuario como
otros sensores, aportan información valiosa para la estimación del consumo
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Tabla 4. Resultados de la segunda experimentación utilizando solo caracteŕısticas de
trabajo mecánico, datos del usuario y actividad f́ısica realizada.

Todos

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.87 0.90 0.92 0.89 0.90 0.90 0.89 0.89
MAE 4.45 4.79 5.13 4.50 3.60 4.27 4.54 3.62
RMSE 8.84 8.25 8.07 9.18 7.80 7.97 8.60 8.34

Videojuego de reto

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.78 0.69 0.72 0.68 0.78 0.70 0.65 0.70
MAE 1.42 1.58 1.69 1.43 1.37 1.48 1.80 1.34
RMSE 2.18 2.47 2.43 2.51 2.16 2.41 3.01 2.44

Sesiones de juego

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación -0.40 0.11 0.09 0.11 0.38 0.29 0.25 0.07
MAE 12.15 10.73 23.07 10.41 9.99 11.97 16.60 11.33
RMSE 19.43 12.82 29.18 12.19 14.79 15.63 23.71 17.11

de enerǵıa. En segundo lugar, nos lleva a la conclusión de que es benéfico
incluir en el entrenamiento una mayor variedad de movimientos y de que es
más dif́ıcil estimar la enerǵıa consumida durante la ejecución de sesiones de
videojuegos de acción que durante la ejecución de videojuegos de reto. Otra
conclusión importante es que cada individuo tiene caracteŕısticas propias de
movimiento asociadas a su consumo energético, ya que cuando se evaluaron
los modelos asegurando que no hubiera muestras de un mismo individuo en los
conjuntos de entrenamiento y prueba, los resultados empeoraron, mostrando que
los modelos entrenados inicialmente no eran independientes del usuario. Como
trabajo futuro será interesante avanzar en la integración del método EGEKN
en los videojuegos con el objetivo de mostrar en tiempo real el gasto energético
a los jugadores. Además, un aspecto a mejorar será la precisión de los modelos
independientes del jugador. Para lograr una mejoŕıa significativa consideramos
necesario incrementar el tamaño de la base de datos aśı como probar otras
caracteŕısticas de movimiento. Finalmente, se pretende aplicar el método de
caracterización de movimientos a otras áreas de aplicación como reconocimiento
de actividades.
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Tabla 5. Resultados de la tercera experimentación utilizando todas las caracteŕısticas
propuestas

Todos

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.92 0.92 0.99 0.90 0.93 0.92 0.99 0.91
MAE 3.81 4.57 1.52 3.71 3.08 4.09 1.42 2.91
RMSE 7.89 7.40 2.65 8.77 6.84 6.83 2.81 7.90

Videojuego de reto

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.88 0.83 0.93 0.82 0.85 0.84 0.95 0.83
MAE 1.24 1.26 0.92 0.97 1.18 1.10 0.68 0.80
RMSE 1.85 1.92 1.47 1.96 1.89 1.82 1.03 1.89

Sesiones de juego

Resumen
80/20 10FCV

RF GP MLP SVM RF GP MLP SVM

Correlación 0.24 0.53 0.65 0.50 0.68 0.68 0.92 0.66
MAE 10.00 10.15 6.14 7.62 7.37 8.66 4.22 7.79
RMSE 15.24 12.38 9.40 10.89 11.93 11.70 6.30 12.34

Tabla 6. Valores de correlación y errores concluyentes obtenidos al realizar experi-
mentación con modelos entrenamiento y de prueba independientes.

80/20

Resumen
Solo Videojuego de reto Solo juegos
RF GP MLP SVM RF GP MLP SVM

Correlación 0.73 0.48 0.60 0.85 0.10 0.28 0.35 0.23
MAE 1.58 2.65 5.55 0.96 6.04 6.64 10.63 5.82
RMSE 2.42 2.92 6.14 1.38 7.99 8.67 16.97 7.22
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